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Вступ

Iнтелектуальний аналiз даних (IАД, Data Mining), або розвiдка даних - термiн, що засто-
совується для опису здобуття знань у базах даних, дослiдження даних, обробки зразкiв
даних, очищення i збору даних. Це процес виявлення кореляцiї, тенденцiй, шаблонiв, зв’яз-
кiв i категорiй.

Термiн Data Mining дiстав назву вiд двох понять: данi - data i переробка сирого мате-
рiалу (гiрської руди) - mining.

Data Mining - предметна область"що виникла i розвивається на базi таких наук, як
прикладна статистика, розпiзнавання образiв, штучний iнтелект, теорiя баз даних тощо.

Виникнення i розвиток Data Mining зумовленi рiзними факторами, серед яких вирi-
зняємо основнi: вдосконалення програмно-апаратного забезпечення, вдосконалення техно-
логiй зберiгання i запису даних, накопичення великої кiлькостi ретроспективних даних,
вдосконалення алгоритмiв обробки iнформацiї.

Сутнiсть i мету технологiї Data Mining можна описати так: це технологiя, призначена
для пошуку у великих iнформацiйних масивах даних неочевидних, об’єктивних, корисних
на практицi закономiрностей. IАД здiйснюється за допомогою використання технологiй
розпiзнавання шаблонiв, а також статистичних i математичних методiв.

При розвiдцi даних багаторазово виконуються операцiї i перетворення над "сирими"даними
(вiдбiр ознак, стратифiкацiя, кластеризацiя, вiзуалiзацiя i регресiя), що призначенi для
знаходження:

– структур, якi iнтуїтивно зрозумiлi для людей i краще розкривають суть бiзнес-
процесiв, що лежать в основi їх протiкання;

– моделей, якi можуть передбачити результат або значення певних ситуацiй, викори-
стовуючи iсторичнi або суб’єктивнi данi.

Iнтелектуальний аналiз даних - процес автоматичного пошуку прихованих закономiр-
ностей або взаємозв’язкiв мiж змiнними у великих масивах необроблених даних, що подi-
ляється на задачi класифiкацiї, моделювання i прогнозування. Класичне визначення цього
термiна дав у 1996 р. один iз засновникiв цього напряму Г. П’ятецький-Шапiро.

Data Mining - це процес виявлення у необроблених даних ранiше невiдомих нетривi-
альних, практично корисних i доступних iнтерпретацiй знань, необхiдних для прийняття
рiшень у рiзних сферах дiяльностi.

За визначенням SAS Institute, Data Mining - це процес видiлення, дослiдження i мо-
делювання великих обсягiв даних для виявлення невiдомих до цього структур з метою
досягнення переваг у бiзнесi.

За визначенням Gartner Group, Data Mining - це процес, мета якого - виявляти новi
кореляцiї, зразки i тенденцiї у результатi просiювання великого обсягу даних з використа-
нням методик розпiзнавання зразкiв i статистичних та математичних методiв.

В основу технологiї Data Mining покладено концепцiю шаблонiв (patterns), що є за-
кономiрностями, якi властивi вибiркам даних i можуть бути поданi у формi, зрозумiлiй
людинi.

Задачi Data Mining:
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1. Класифiкацiя (Classification) - виявляються ознаки, якi характеризують групи об’є-
ктiв дослiджуваного набору даних - класи; за цими ознаками новий об’єкт можна вiднести
до того або iншого класу. Для вирiшення задач класифiкацiї можуть використовуватися
методи: найближчий сусiд (Nearest Neighbor); к-найближчий сусiд (k-Nearest Neighbor);
байєсовськi мережi (Bayesian Networks); iндукцiя дерев рiшень; нейроннi мережi (neural
networks).

2. Кластеризацiя (Clustering) - результатом її є подiл об’єктiв на групи.
3. Асоцiацiя (Associations) - знаходять закономiрностi мiж пов’язаними подiями у на-

борi даних. Найбiльш вiдомий алгоритм рiшення задачi пошуку асоцiативних правил -
алгоритм Аргiогi.

4. Послiдовнiсть (Sequence), або послiдовна асоцiацiя (sequential association), - дає мо-
жливiсть знайти часовi закономiрностi мiж транзакцiями. Завдання послiдовностi подiбне
до асоцiацiї, але її метою є встановлення закономiрностей мiж подiями, пов’язаними за
часом, тобто послiдовнiсть визначається високою ймовiрнiстю ланцюжка пов’язаних за
часом подiй.

5. Прогнозування (Forecasting) - на основi особливостей iсторичних даних оцiнюються
майбутнi значення показникiв. Застосовуються методи математичної статистики, нейроннi
мережi тощо.

6. Визначення вiдхилень (Deviation Detection), аналiз вiдхилень або викидiв - виявлен-
ня й аналiз даних, що найбiльше вiдрiзняються вiд загальної чисельностi даних, виявлення
нехарактерних шаблонiв.

7. Оцiнювання (Estimation) - зводиться до прогнозу безперервних значень ознак.
8. Аналiз зв’язкiв (Link Analysis) - задача знаходження залежностей у наборi даних.
9. Вiзуалiзацiя (Visualization, Graph Mining) - створюється графiчний образ аналiзо-

ваних даних. Для вирiшення задач вiзуалiзацiї використовуються графiчнi методи, що
показують наявнiсть закономiрностей в даних.

10. Пiдбивання пiдсумкiв (Summarization) - опис конкретних груп об’єктiв за допомо-
гою аналiзованого набору даних.

Зазначенi вище задачi подiляються за призначенням на описовi i предиктивнi.
Описовi, або дескриптивнi (descriptive), задачi пов’язанi з полiпшенням розумiння ана-

лiзованих даних. Ключовий момент у таких моделях - простота i прозорiсть результатiв
для сприйняття людиною. До такого типу задач належать кластеризацiя i пошук асоцiа-
тивних правил.

Рiшення предиктивних (predictive), або прогнозуючих, задач подiляється на два етапи.
На першому етапi на пiдставi набору даних з вiдомими результатами будується модель. На
другому етапi вона використовується для прогнозу результатiв на пiдставi нових наборiв
даних. Вимагається, щоб побудованi моделi працювали максимально точно. До цього типу
задач вiдносять задачi класифiкацiї i регресiї. Сюди можна вiднести i задачу пошуку
асоцiативних правил, якщо результати її рiшення можуть бути використанi для прогнозу
появи деяких подiй.

За способами рiшення задачi подiляють на такi, що вирiшують за допомогою вчителя
i без його допомоги. Категорiя навчання з учителем представлена такими задачами Data
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Mining: класифiкацiя, оцiнка, прогнозування, категорiя навчання; без учителя - задачею
кластеризацiї.

У випадку рiшення з допомогою вчителя задача аналiзу даних розв’язується у кiлька
етапiв. Спочатку за допомогою конкретного алгоритму Data Mining будується модель ана-
лiзованих даних - класифiкатор. Потiм класифiкатор пiддається навчанню. Iншими сло-
вами, перевiряється якiсть його роботи i, якщо вона незадовiльна, вiдбувається додаткове
навчання класифiкатора. Так продовжується доти, доки не буде досягнуто необхiдного
рiвня якостi або не стане зрозумiло, що обраний алгоритм не працює коректно з даними,
або данi не мають структури, здатної проявитися. До цього типу задач вiдносять задачi
класифiкацiї i регресiї.

Рiшення без допомоги вчителя об’єднує задачi, що виявляють описовi моделi, напри-
клад, закономiрностi в часових рядах макропоказникiв. Очевидно, якщо цi закономiрно-
стi iснують, то модель має їх проявити. Перевагою цих задач є можливiсть їх рiшення
без будь-яких попереднiх знань про данi аналiзу. До них належать кластеризацiя i пошук
асоцiативних правил.

Класифiкацiї i регресiї.
Пiд час аналiзу часто необхiдно визначити, до якого з вiдомих класiв вiдносять дослi-

джуванi об’єкти, тобто як їх класифiкувати. Задачу класифiкацiї розглядають як задачу
визначення значення одного з параметрiв аналiзованого об’єкта на пiдставi значень iнших
параметрiв. Дослiджуваний параметр часто називають залежною змiнною, а параметри,
що беруть участь у його визначеннi - незалежними змiнними. Задача класифiкацiї i регре-
сiї розв’язується у два етапи. На першому видiляється навчальна вибiрка. До неї входять
об’єкти, для яких вiдомi значення як незалежних, так i залежних змiнних. На пiдставi
навчальної вибiрки будується модель визначення значення залежної змiнної. її часто нази-
вають функцiєю класифiкацiї або регресiї. Для отримання максимально точної функцiї до
навчальної вибiрки пред’являються такi основнi вимоги: o кiлькiсть об’єктiв, що входять
до вибiрки, має бути досить великою; o до вибiрки мають входити об’єкти, що представля-
ють усi можливi класи у задачi класифiкацiї або всю область значень у задачi регресiї; o
для кожного класу в задачi класифiкацiї або кожного iнтервалу областi значень у задачi
регресiї вибiрка має мiстити достатню кiлькiсть об’єктiв. На другому етапi побудовану
модель застосовують до об’єктiв аналiзу. Задача класифiкацiї i регресiї має геометричну
iнтерпретацiю. Пошук асоцiативних правил Пошук асоцiативних правил є поширеним за-
стосуванням Data Mining. Суть задачi полягає у визначеннi наборiв об’єктiв, що часто
зустрiчаються, в iнформацiйних масивах. Ця задача є окремим випадком задачi класифi-
кацiї. При аналiзi потрiбною є iнформацiя про послiдовнiсть подiй, що вiдбуваються. При
виявленнi закономiрностей у таких послiдовностях можна з певною часткою ймовiрно-
стi передбачати появу подiй у майбутньому, що дає змогу приймати правильнiшi рiшення.
Така задача є рiзновидом задачi пошуку асоцiативних правил i називається секвенцiональ-
ним аналiзом. Вiн широко використовується, наприклад, в телекомунiкацiйних компанiях
для аналiзу даних про аварiї на рiзних вузлах мережi.

Кластеризацiї.
Задача кластеризацiї полягає в подiлi об’єктiв на групи подiбних об’єктiв, що нази-
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ваються кластерами (cluster), тобто сукупностi осiб, предметiв. Задачi подiлу множини
елементiв на кластери називають кластерним аналiзом.

Кластеризацiя може застосовуватися практично в будь-якiй сферi, де необхiдне дослi-
дження експериментальних або статистичних даних. Для задачi кластеризацiї характерна
вiдсутнiсть яких-небудь вiдмiнностей мiж змiнними i об’єктами. Кластерний аналiз дає
змогу розглядати досить великий обсяг iнформацiї i рiзко скорочувати, стискати великi
масиви iнформацiї, робити їх компактними. Слiд зазначити деякi особливостi, властивi
задачi кластеризацiї.

1) Рiшення залежить вiд природи об’єктiв даних (i їх атрибутiв), а також вiд пред-
ставлення кластерiв i передбачуваних вiдношень об’єктiв даних i кластерiв. Так, необхi-
дно враховувати такi властивостi, як можливiсть/неможливiсть приналежностi об’єктiв
кiльком кластерам. Необхiдне визначення самого поняття приналежностi кластеру: одно-
значна ймовiрнiсть приналежностi, нечiтка ступiнь приналежностi.

2) Данi деталiзуються для подальшої обробки, тобто необхiдним є виявлення i викори-
стання формалiзованих закономiрностей або дистиляцiя шаблонiв.

При технологiї дистиляцiї шаблонiв один зразок (шаблон) iнформацiї витягується з
початкових даних i перетворюється у певнi формальнi конструкцiї, вид яких залежить вiд
методу Data Mining. Цей процес вiдбувається на стадiї вiльного пошуку, у першої групи
методiв ця стадiя - вiдсутня. На стадiях прогностичного моделювання i аналiзу виключень
використовуються результати стадiї вiльного пошуку. Методи цiєї групи: логiчнi методи;
методи вiзуалiзацiї; методи крос-табуляцiї; методи, заснованi на рiвняннях.

Логiчнi методи, або методи логiчної iндукцiї, включають нечiткi запити й аналiзи,
символьнi правила, дерева рiшень, генетичнi алгоритми. Методи цiєї групи придатнi для
iнтерпретацiї. Вони пiдтримують знайденi закономiрностi у прозорому виглядi з погляду
користувача. Методи крос-табуляцiї забезпечують пошук шаблонiв. Методи на основi рiв-
нянь виражають наявнi закономiрностi у виглядi математичних виразiв - рiвнянь. Основнi
методи цiєї групи: статистичнi методи i нейроннi мережi. Статистичнi методи найчастi-
ше застосовуються для вирiшення задач прогнозування. Є багато методiв статистичного
аналiзу даних, наприклад, кореляцiйно-регресiйний аналiз, кореляцiя рядiв динамiки, ви-
явлення тенденцiй динамiчних рядiв, гармонiйний аналiз.

Iнша класифiкацiя подiляє все рiзноманiття методiв Data Mining на двi групи: стати-
стичнi i кiбернетичнi методи. Ця схема подiлу заснована на рiзних пiдходах щодо навчання
математичним моделям.

Статистичнi методи Data Mining. Цi методи включають: попереднiй аналiз при-
роди статистичних даних (перевiрка гiпотез стацiонарностi, нормальностi, незалежностi,
однорiдностi, оцiнка виду функцiї розподiлу, її параметрiв); виявлення зв’язкiв i законо-
мiрностей (лiнiйний i нелiнiйний регресiйний аналiз, кореляцiйний аналiз); багатовимiрний
статистичний аналiз (лiнiйний i нелiнiйний дискримiнантний аналiз, кластерний аналiз,
компонентний аналiз, факторний аналiз); динамiчнi моделi i прогноз на основi часових ря-
дiв. Статистичнi методи Data Mining подiляються на чотири групи методiв: дескриптивний
аналiз i опис початкових даних; аналiз зв’язкiв (кореляцiйний i регресiйний аналiз, фа-
кторний аналiз, дисперсiйний аналiз); багатовимiрний статистичний аналiз (компонентний
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аналiз, дискримiнантний аналiз, багатовимiрний регресiйний аналiз, канонiчнi кореляцiї);
аналiз часових рядiв (динамiчнi моделi i прогнозування).

Кiбернетичнi методи Data Mining. До цiєї групи належать такi методи: еволю-
цiйне програмування; асоцiативна пам’ять (пошук аналогiв, прототипiв); нечiтка логiка;
дерева рiшень; системи обробки експертних знань, штучнi нейроннi мережi (розпiзнаван-
ня, кластеризацiя, прогноз); генетичнi алгоритми (оптимiзацiя).

Нейроннi мережi (Neural Networks)- це клас моделей, що базуються на аналогiї
з роботою мозку людини i призначаються для вирiшення рiзноманiтних задач аналiзу да-
них пiсля проходження етапу навчання на даних. Нейроннi мережi - це моделi бiологiчних
нейронних мереж мозку, в яких нейрони iмiтуються однотипними елементами (штучними
нейронами). Нейронна мережа може бути представлена направленим графом зi зважени-
ми зв’язками, у якому штучнi нейрони є вершинами, а синаптичнi зв’язки - дугами. Се-
ред сфер застосування нейронних мереж - автоматизацiя процесiв розпiзнавання образiв,
прогнозування показникiв дiяльностi пiдприємства, медична дiагностика, прогнозуван-
ня, адаптивне управлiння, створення експертних систем, органiзацiя асоцiативної пам’ятi,
оброблення аналогових i цифрових сигналiв, синтез й iдентифiкацiя електронних систем.
За допомогою нейронних мереж можна, наприклад, передбачати обсяги продажу виробiв,
показники фiнансового ринку, розпiзнавати сигнали, конструювати самонавчальнi систе-
ми. Нейронна мережа є сукупнiстю нейронiв, з яких складаються шари. У кожному шарi
нейрони пов’язанi з нейронами.
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1 Методи вибiркових обстежень

Використовуючи один з методiв випадкового вiдбору, зробити m виборок з генеральної су-
купностi деякої ознаки з файлу student-mat.csv. Оцiнити швидкiсть роботи вiдповiдного
алгоритму. Обчислити середнє значення ознаки всiєї генеральної сукупностi та порiвня-
ти його з середнiми значеннями зроблених виборок, знайти стандартне вiдхилення цiєї
ознаки.

Вар. Метод Дослiджувана ознака m n

1 ППВ Бернуллi absences (кiлькiсть 10 a = 0.3

шкiльних пропускiв)
2 Класичний СВ G1 (рейтинг 11 50%

за перший курс)
3 Метод дробного iнтервалу G2 (рейтинг 12 45%

за другий курс)
4 Циклiчний СВ G3 (рейтинг 13 35%

за третiй курс)
5 Стратифiкований ВВ (ПВВБ) traveltime (час 5; 5 45% з кожної

стратами є школи добирання до школи) страти
6 СВВ (СВ) стратами health 5; 5 50% з кожної

є мiсцевiсть проживання (стан здоров’я) страти
7 СВВ (метод дроб. iнт.) стратами G2 (рейтинг 5; 5 50% з кожної

є стать за другий курс) страти

2 Регресiйнi моделi та їх методи як складовi елемен-
ти методiв iдентифiкацiї та прогнозування у задачах
штучного iнтелекту. Метод найменших квадратiв. Пар-
на лiнiйна регресiя.

Методи iдентифiкацiї та прогнозування найчастiше не є самостiйними методами, що засто-
совуються при розв’язаннi слабкоструктуризованих та важкоформалiзованих задач шту-
чного iнтелекту. Водночас бiльшiсть методiв, якi використовуються при розв’язуваннi та-
ких задач, базуються на регресiйних моделях та методах або використовують їх в якостi
складових елементiв. Важливою їх особливiстю є розвинений математичний апарат, за
допомогою якого можна оцiнювати якiсть побудованих моделей, зокрема їх точнiсть та
адекватнiсть.Побудова та дослiдження трьох видiв моделей: парної лiнiйної регресiї, мно-
жинної лiнiйної регресiї i деяких типiв нелiнiйної парної та множинної регресiї базується
на використаннi методу найменших квадратiв.

Метод найменших квадратiв є тим класичним методом, з якого рацiонально почи-
нати представлення i обговорення методiв прогнозування. Вiн призначений для оцiнки
невiдомих величин за результатами вимiрювань чи експериментiв , що мiстять випадковi
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помилки i застосовується для наближеного представлення заданої функцiї iншими (бiльш
простими) функцiями при обробцi спостережень. МНК запропонований К.Гауссом i А.
Лежандром.

2.1 Проста лiнiйна регресiя.

Регресiйний аналiз вивчає характер залежностi мiж величинами. За допомогою регресiй-
ного аналiзу створюються математичнi моделi економiчних (фiзичних, бiологiчних та iн.)
процесiв на основi спостережуваних (статистичних) значень вiдповiдних показникiв. Зада-
ча регресiйного аналiзу ставиться наступним чином. Нехай є два економiчних показника
X i Y , якi характеризують економiчний процес. Наприклад, Y – рентабельнiсть продукцiї,
X – рiвень iнфляцiї. Виникає питання чи рентабельнiсть залежить вiд iнфляцiї.

Взагальному, показник Y називають вихiдною або ендогенною змiнною, а X – вхiдною
або екзогенною змiнною. При побудовi математичної моделi того чи iншого процесу деякий
параметр процесу (ендогенна змiнна) подають як функцiю деяких зовнiшнiх факторiв (ек-
зогенних змiнних). Деякi з цих факторiв є суттєвими i чинять значний вплив на параметр
процесу, а iншi є несуттєвими, бо їх вплив є незначним. Як правило, суттєвих факторiв є
всього кiлька, а несуттєвих — досить багато.Тому не можна повнiстю нехтувати впливом
багатьох несуттєвих факторiв на результуючi показники процесу. Позначають результу-
ючий показник процесу через Y , набiр суттєвих факторiв як X = (x1, x2, . . . , xm) i набiр
несуттєвих факторiв як ε = (ε1, ε2, . . . , εk). Загальний вигляд регресiйної залежностi:

Y = F (x1, . . . , xm, ε1, . . . , εk),

де F — функцiя регресiї ; або ще представляють так:

Y = f(X) + u(t), (1)

де f(X) — деяка функцiя, яка виражає залежнiсть змiнної Y вiд фактора X, u(t) — ви-
падкова функцiя, що характеризує вплив неврахованих факторiв, t — час спостереження.
Зазвичай, вважають, що u(t) ∼ N(0, σ), де Du(t) = σ2 = const i cov(u(t), u(t + s)) = 0,

s > 0.

Слiд розрiзняти крос-секцiйну регресiю та регресiю часових рядiв. Крос-секцiйна ре-
гресiя вiдображає зв’язок ендогенною та екзогенними змiнними в один i той же момент
часу. Тому данi для всiх змiнних вимiрюють одномоментно. А регресiя часових рядiв вiд-
ображає зв’язок мiж змiнними протягом певного часу i тому данi для кожної змiнної вимi-
рюють перiодично, у певнi послiдовнi моменти часу, протягом деякого часового iнтервалу.
Рiвняння

Ŷ = f(X), (2)

називають рiвнянням простої регресiї, а функцiю f(X) — функцiєю регресiї.
Iз (1) i висунутих припущень випливає, що Y (X) — є випадковою функцiєю зM(Y (X)) =

f(X). Якщо розглядати X як випадкову величину, то M(Y/X) = f(X), тобто умовне ма-
тематичне сподiвання Y за умови, що X прийняла певне значення, рiвне f(X).
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Якщо функцiя f(X) – є лiнiйною i залежною тiльки вiд однiєї екзогенної змiнної, то
рiвняння (2) матиме вигляд:

Ŷ = a0 + a1x (3)

i називають рiвнянням простої парної лiнiйної регресiї. Якщо функцiя f(X) – є нелiнiйною
функцiєю, то рiвняння (2) називають рiвнянням нелiнiйної регресiї. При розглядi моделi
(3) коефiцiєнти a0 i a1 вибирають так, щоб функцiя (3) найкращим чином наближала
значення yi за спостережуваними даними (xi, yi).

Найкращим методом оцiнки коефiцiєнтiв моделi (3) є метод найменших квадратiв, при
якому коефiцiєнти a0 i a1 шукаються iз задачi:

min
n∑
i=1

(yi − a0 − a1xi)
2.

Розв’язком цiєї задачi є коефiцiєнти:

a0 =
(
∑
yi)(
∑
x2
i )− (

∑
xi)(

∑
xiyi)

n
∑
x2
i − (

∑
xi)2

a1 =
n
∑
xiyi − (

∑
xi)(

∑
yi)

n
∑
x2
i − (

∑
xi)2

.

(4)

Або використовуючи вибiрковi середнi x̄ i ȳ i позначаючи xy = 1
n

∑
xiyi, x2 = 1

n

∑
x2
i ,

cov(x, y) = 1
n

∑
(xi − x̄)(yi − ȳ), σ̄2

x = 1
n

∑
(xi − x̄)2. Тодi (4) матиме вигляд:

a0 = ȳ − a1x̄, a1 =
xy − x̄ȳ
x2 − x̄2

=
cov(x, y)

σ̄2
x

. (5)

Коефiцiєнти a0 i a1 визначенi по формулам (4) або (5) називають коефiцiєнтами простої
лiнiйної регресiї.

Величини ei = yi − ŷi = yi − a0 − a1xi, i = 1, n називають залишками регресiї. Вони
показують на яку величину регресiя ŷi вiдрiзняється вiд реального значення yi. При оцi-
нюваннi коефiцiєнтiв за методом найменших квадратiв значення суми квадратiв залишкiв
є мiнiмальним.

Однiєю з основних задач регресiйного аналiзу є отримання прогнозних значень пока-
зникiвX i Y . Якщо значення xj, j = n+1, n+2, . . . , N являються очiкуваними значеннями
фактора X, то значення ŷi, що визначаються iз рiвняння (3), будуть вiдповiдними прогно-
зованими значеннями показника Y .

2.2 Оцiнка якостi моделi простої парної лiнiйної регресiї

Для оцiнки точностi моделi (3) використовується ряд критерiїв, у яких застосовуються
такi характеристики:

1. коефiцiєнт кореляцiї;

2. коефiцiєнт детермiнацiї;

3. стандартна похибка регресiї;
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4. довiрчi iнтервали для коефiцiєнтiв регресiї та для прогнозних значень;

5. усереднений коефiцiєнт еластичностi.

Розглянемо кожний з критерiїв бiльш детально.

1. Коефiцiєнт кореляцiї rxy використовують для оцiнки тiсноти зв’язку мiж показника-
ми x i y:

rxy =
cov(x, y)

σxσy
. (6)

Вiдомо, що |rxy| ≤ 1. Чим ближчим |rxy| є до 1, тим сильнiшим є статистичний
зв’язок мiж показниками. Якщо rxy = 0, то зв’язок мiж показниками x i y вiдсутнiй.
Якщо rxy > 0, то кореляцiя є додатною, тобто при зростаннi x статистично зростає
i y. Якщо rxy < 0, то кореляцiя є вiд’ємною, тобто при зростаннi x показник y

статистично спадає.

Вважається, що якщо |rxy| > 0.7, то зв’язок мiж показниками x i y є високим i можна
будувати просту регресiю, якщо |rxy| < 0.4, то зв’язок є слабим i замiсть x необхiдно
вибирати iнший фактор для побудови простої регресiї показника y або збiльшити
кiлькiсть спостережень.

Значущiсть обчисленого значення rxy визначається за допомогою t-критерiю Стью-
дента:

tсп =

√
r2
xy

1− r2
xy

(n− 2), (7)

tкр = tтабл(α, n − 2), зазвичай беруть α = 0.05 (β = 1 − α — рiвень довiрчої ймовiр-
ностi).
Якщо tсп > tкр, то основна гiпотеза H0: rxy = 0 вiдкидується, тобто значення rxy є
значущим i приймається гiпотеза про iснування статистичного зв’язку мiж показни-
ками, у протилежному випадку потрiбно вибрати iнший показник x.

2. Коефiцiєнт детермiнацiї R2 служить для оцiнки степенi вiдповiдностi моделi факти-
чним даним:

R2 = 1−

n∑
i=1

e2
i

n∑
i=1

(yi − ȳ)2

=

n∑
i=1

(ŷi − ȳ)2

n∑
i=1

(yi − ȳ)2

, (8)

Величина Ess (error sum of square) Ess =
n∑
i=1

(ŷi − yi)
2 =

n∑
i=1

e2
i означає розкид за

рахунок випадкових вiдхилень вiд функцiї регресiї.

Величина Rss =
n∑
i=1

(ŷi − ȳ)2 (regression sum of square) означає величину розкиду, яка

обумовлена регресiєю; її називають варiацiєю регресiї.

Величина Tss =
n∑
i=1

(yi − ȳ)2 (total sum of square) означає величину розкиду значень

yi вiдносно середнього.
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Має мiсце нерiвнiсть 0 < R2 < 1. Коефiцiєнт детермiнацiї R2 показує, яку частину
фактичної варiацiї змiнної Y складає варiацiя регресiї.

Чим ближчим R2 є до 1, тим точнiшою є модель лiнiйної регресiї. Якщо R2 > 0.8, то
модель лiнiйної регресiї вважається точною, якщо R2 < 0.5, то модель є незадовiль-
ною, потрiбно будувати нелiнiйну регресiю або вибирати iнший фактор x.

3. Cтандартна похибка регресiї обчислюється за формулою: S̄ =

√
1

n−2

n∑
i=1

(yi − ŷi)2.

Перевiрка значущостi простої лiнiйної регресiї здiйснюється за F -критерiєм Фiшера:
F = R2(n−2)

1−R2 . Якщо Fсп > Fкр, то приймається гiпотеза про iснування лiнiйної регресiї
мiж показниками x i y, iнакше потрiбно будувати нелiнiйну регресiю або вибирати
iнший фактор x.

4. Довiрчi iнтервали коефiцiєнтiв регресiї при заданому рiвнi значущостi визначаються
за формулами: (

a0 − Sa0 · t(
α

2
, n− 2); a0 + Sa0 · t(

α

2
, n− 2)

)
,(

a1 − Sa1 · t(
α

2
, n− 2); a1 + Sa1 · t(

α

2
, n− 2)

) (9)

Стандартнi похибки коефiцiєнтiв рiвнi:

Sa0 =

√ ∑
x2
i

∑
(yi − ȳ)2

n(n− 2)
∑

(xi − x̄)2
, Sa1 =

√ ∑
(yi − ȳ)2

(n− 2)
∑

(xi − x̄)2
.

Довiрчий iнтервал для прогнозних значень регресiї при заданому рiвнi значущостi
визначається за формулою: (ŷi − Vi; ŷi + Vi) , де Vi = S̄ · t(α, n−2)

√
1 + 1

n
+ (xi−x̄)2∑

(xi−x̄)2
,

t(α, n− 2) – табличне значення критерiю Стьюдента.

5. Усереднений коефiцiєнт еластичностi показує вплив змiнної x на змiнну y i визнача-
ється за формулою ε = a1

x̄
ȳ
. Коефiцiєнт еластичностi показує на скiльки процентiв в

середньому змiниться y при змiнi x на 1%.

2.3 Завдання для лабораторної роботи №2

1. За спостережуваними даними вологостi, що залежить вiд висоти побудувати рiвня-
ння парної лiнiйної регресiї методом найменших квадратiв. Графiчно представити
результати лiнiї регресiї i спостережуванi данi. Виконати iнтерпретацiю коефiцiєнтiв
моделi, оцiнити якiсть побудованої моделi , використовуючи рiзнi характеристики
(коефiцiєнт кореляцiї; коефiцiєнт детермiнацiї; стандартну похибку регресiї; довiрчi
iнтервали для коефiцiєнтiв регресiї та для прогнозних значень; усереднений коефi-
цiєнт еластичностi. ) Данi брати з файлiв

1 2 3 4 5
2610.txt 2705.txt 2606.txt 2607.txt 2504.txt

6 7 8 9 10
2402.txt 2306.txt 2312.txt 2209.txt 2302.txt
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3 Лiнiйний множинний регресiйний аналiз. Оцiнювання
якостi та адекватностi побудованої моделi.

3.1 Лiнiйний множинний регресiйний аналiз

При розв’язуваннi задач економiчного аналiзу i прогнозування часто потрiбно визначити
вплив на показник y бiльше нiж одного зв’язаних з ним факторiв x1, ..., xm. При проведеннi
експерементiв у такiй множиннiй ситуацiї дослiдник записує показники приладiв про стан
функцiї вiдгуку y i всiх факторiв вiд яких вона залежить xi. Результатами спостережень
являються вже не два вектори-стовпцi, а матриця результатiв спостережень:

y1 x11 x12 · · · x1m

y2 x21 x22 · · · x2m

· · · · ·
yn xn1 xn2 · · · xnm


де n - число дослiдiв. Задача множинного регресiйного аналiзу полягає у побудовi такого
рiвняння площини у (m+1)-мiрному просторi, вiдхилення результатiв спостереження yi вiд
якої були б мiнiмальними. Або, iншими словами, потрiбно обчислити значення коефiцiєнтiв
b0, bj у лiнiйному полiномi:

ŷ = b0 +
m∑
j=1

bjxj (10)

, таким чином, щоб сума
n∑
i=1

(yi − ŷi)
2 =

n∑
i=1

(yi − b0 − b1xi1 − b2xi2 − . . . − bmxim)2 була

мiнiмальною.
Для вiдшукання мiнiмуму необхiдно знайти частковi похiднi по всiм невiдомим b0, b1,

. . . , bm i прирiвняти їх до нуля. Одержимо систему рiвнянь:

nb0 + b1

∑
i

xi1 + b2

∑
i

xi2 + . . .+ bm
∑
i

xim =
∑
i

yi;

b0

∑
i

xi1 + b1

∑
i

x2
i1 + b2

∑
i

xi1xi2 + . . .+ bm
∑
i

xi1xim =
∑
i

yixi1;

· · · · ·
b0

∑
i

xim + b1

∑
i

xi1xim + b2

∑
i

xi2xim + . . .+ bm
∑
i

x2
im =

∑
i

yixim

або у матричнiй формi: XTXB = XTY, де

B =


b0

b1

...
bm

 ; X =


1 x11 · · · x1m

1 x21 · · · x2m

· · · ·
1 xn1 · · · xnm

 ; Y =


y1

y2

...
yn


Для розв’язання системи рiвнянь у матричнiй формi потрiбно домножити її злiва на ма-
трицю, обернену до матрицi системи рiвнянь, якщо така iснує (тобто при det XTX 6= 0 ):
(XTX)(−1) · (XTX)B = (XTX)(−1)XTY .

Таким чином, розв’язком системи рiвнянь у матричнiй формi буде B = (XTX)(−1)XTY.
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Кожний коефiцiєнт рiвняння регресiї можна знайти по формулi bj =
m∑
i=0

cij
n∑
i=1

yixij, де

cij – елементи матрицi (XTX)(−1).

У результатi проведення всiх цих операцiй одержуємо полiном першого степеня ŷ =

b0+
m∑
j=1

bjxj з вiдомими коефiцiєнтами b0, bj, j = 1,m. Цей полiном є апроксимацiєю функцiї

y = f(x1, x2, . . . , xm), вид якої невiдомий. Вже при n > 20 i m > 3 розрахунки коефiцiєнтiв
рiвняння регресiї вручну дуже важкi.

3.2 Оцiнка якостi моделi множинної регресiї

Аналогiчно до парної регресiї, для оцiнки точностi моделi (10) використовується ряд кри-
терiїв, у яких застосовуються такi характеристики:

1. парнi коефiцiєнти кореляцiї двох типiв, їх значущiсть;

2. частковi коефiцiєнти кореляцiї, їх значущiсть;

3. коефiцiєнт множинної кореляцiї;

4. скорегований коефiцiєнт детермiнацiї;

5. оцiнка значущостi моделi;

6. оцiнки значущостi коефiцiєнтiв множинної регресiї;

7. коефiцiєнти еластичностi, β- коефiцiєнти, ∆-коефiцiєнти;

8. аналiз залишкiв.

Розглянемо кожний з критерiїв бiльш детально.

1. Розрахунки зазвичай починають з обчислення парних коефiцiєнтiв кореляцiї, що
характеризують тiсноту зв’язку мiж двома величинами. У множиннiй ситуацiї обчи-
слюють два типи коефiцiєнтiв кореляцiї:

• ryxj — коефiцiєнти, якi визначають тiсноту зв’язку мiж функцiєю вiдгуку y i
одним iз факторiв xj

• rxixj — коефiцiєнти, якi показують тiсноту зв’язку мiж факторами xi i xj, i, j =

1,m.

Формула для обчислення ryxj вiдрiзняється вiд формули, що призначена для обчи-
слення коефiцiєнта парної кореляцiї, тiльки iндексом при x:

ryxj =
cov(y, xj)

σyσxj
=

xjy − x̄j ȳ√
x2
j − x̄2

j

√
y2 − ȳ2

Коефiцiєнт парної кореляцiї для показникiв xi, xj рахується за формулою:

rxixj =
cov(xi, xj)

σxiσxj
=

xixj − x̄ix̄j√
x2
i − x̄2

i

√
x2
j − x̄2

j
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Значення парних коефiцiєнтiв кореляцiї змiнюються вiд -1 до 1. Якщо ryxj < 0, то
це значить, що xj зменшується iз збiльшенням y. Якщо ryxj > 0, то xj збiльшується
iз збiльшенням y.

Значущiсть парних коефiцiєнтiв кореляцiї можна перевiрити за критерiєм Стюден-
та: t = r

S̄r
, де S̄r — середньоквадратична похибка вибiркового парного коефiцiєнта

кореляцiї: S̄r =

√
1−r2yxj√
n−2

. Якщо tсп > tкр(α, n − 2), то значення ryxj є значущим i
казатимемо, що мiж функцiєю вiдгуку y i одним iз факторiв xj прослiдковується
статистичний зв’язок.

Якщо один з коефiцiєнтiв rxixj = 1, то це значить, що фактори xi i xj функцiонально
(не статистично) зв’язанi мiж собою i тодi доцiльно один з них виключити з розгляду,
причому залишити той фактор, у якого коефiцiєнт ryxj бiльший.

2. Пiсля обчислення всiх парних коефiцiєнтiв кореляцiї i виключення того чи iншого
фактора, можна побудувати матрицю коефiцiєнтiв кореляцiї виду:

1 ryx1 ryx2 · · · ryxm
rx1y 1 rx1x2 · · · rx1xm
rx2y rx2x1 1 · · · rx2xm
· · · · ·

rxmy rxmx1 rxmx2 · · · 1

 (11)

Використовуючи матрицю (11) можна обчислити частковi коефiцiєнти кореляцiї, якi
показують степiнь впливу одного з факторiв xj на функцiю вiдгуку y при умовi, що
iншi фактори закрiпленi на постiйному рiвнi. Формула для обчислення часткових
коефiцiєнтiв кореляцiї така: rjy/x1,x2,...,xm =

D1j√
D11·Djj

, де D1j — визначник матрицi,

який утворюється з матрицi (11) викресленням 1-го рядка, j-го стовпця. Визначники
D11 i Djj обчислюють аналогiчно.

Як i парнi коефiцiєнти, частковi коефiцiєнти кореляцiї змiнюються вiд -1 до 1.

Значущiсть i довiрчий iнтервал для коефiцiєнта часткової кореляцiї визначаються
так само, як для коефiцiєнтiв парної кореляцiї, але число степенiв вiльностi рахують
як ν = n− k − 2, k = m− 1 - порядок часткового коефiцiєнта парної кореляцiї.

3. Для вивчення тiсноти зв’язку мiж функцiєю вiдгуку y i кiлькома факторами x1,
x2, ... , xm використовують коефiцiєнт множинної кореляцiї R. Коефiцiєнт множин-
ної кореляцiї служить i для оцiнки якостi передбачення; Загалом 0 < R < 1. Чим
ближчим до 1 є R, тим якiснiшим є передбачення (прогноз) даної моделi за експери-
ментальними даними.

Для обчислення коефiцiєнта множинної кореляцiї використовують матрицю (11):
R =

√
1− D

D11
.

Значущiсть коефiцiєнта множинної кореляцiї перевiряють за t-критерiєм Стьюдента
tR = R

S̄R
, де S̄R =

√
1−R2

n−m−1
– середньо-квадратична похибка коефiцiєнта множинної

кореляцiї.
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4. Величину R2 називають множинним коефiцiєнтом детермiнацiї; вiн показує яка ча-
стина дисперсiї функцiї вiдгуку пояснюється варiацiєю лiнiйної комбiнацiї вибраних
факторiв. Значення R2 зростає з ростом числа змiнних (факторiв) у регресiї, що не
означає покращення якостi прогнозу, тому вводять скорегований (adjusted) коефiцi-
єнт детермiнацiї: R2 = 1− (1−R2) n−1

n−m−1
. Його використання є бiльш коректним для

порiвняння регресiй при змiнi числа змiнних (факторiв).

5. Стандартна похибка регресiї обчислюється за формулою: S̄ =

√
1

n−m−1

n∑
i=1

(yi − ŷi)2.

Оцiнка значущостi моделi, тобто оцiнка того наскiльки вiрною є гiпотеза про лiнiй-
нiсть регресiї мiж y i факторами xj, здiйснюється за F -критерiєм Фiшера. За спо-
стережуваними значеннями визначається статистика: Fсп = R2(n−m−1)

(1−R2)m
. Якщо Fсп >

Fкр(α, n − 1, n −m − 1), то гiпотезу H0: R = 0 вiдкидаємо i кажемо, що модель є
значущою i лiнiйний зв’язок мiж дослiджуваними показниками є статистично зна-
чущим.

6. Оцiнки значущостi коефiцiєнтiв множинної регресiї (крiм вiльного члена) здiйснюю-
ться за допомогою t-критерiю Стьюдента: tj =

bj
S̄
√
ajj
, де ajj – дiагональний елемент

матрицi (XTX)(−1). Якщо tj > tтабл, то j-вий коефiцiєнт вважають значущим, iнакше
фактор, що вiдповiдає даному коефiцiєнту потрiбно виключити з моделi.

Довiрчий iнтервал для прогнозних значень лiнiї регресiї визначається за форму-
лою: (ŷi − Vt; ŷi + Vt), де Vt = S̄ · t(α, n − m − 1)

√
xTn (l) · (XTX)(−1)xn(l), xn(l) –

вектор-стовпець факторiв для прогнозних значень часу (l = n+ 1, n+ 2, . . .). Матри-
ця (XTX)(−1) вiдповiдає спостережуваним значенням факторiв.

7. Вплив факторiв xj на показник y оцiнюється з допомогою коефiцiєнтiв еластично-

стi εj i β- коефiцiєнтiв: εj = bj
x̄j
ȳ

; βj = bj
Sj

Sy
, j = 1,m, де Sj =

√
1

n−2

n∑
i=1

(xij − x̄)2;

Sy =

√
1

n−2

n∑
i=1

(yj − ȳ)2 – незмiщенi середньоквадратичнi вiдхилення факторiв xj i

y. Коефiцiєнти еластичностi εj показують на скiльки вiдсоткiв змiниться значення
змiнної y при змiнi xj на 1%.

Бета коефiцiєнти βj показують на яку частину середньоквадратичного вiдхилення
змiниться y при змiнi xj на величину свого середньоквадратичного вiдхилення.

Долю впливу j-го фактора у сумарному впливi всiх факторiв на показник y оцiнюють
з допомогою ∆-коефiцiєнтiв: ∆j = ryxj

βj
R2 .

8. Аналiз залишкiв проводиться за допомогою статистики Дарбiна-Уотсона. Цей кри-
терiй дозволяє дослiдити залежнiсть мiж залишками. Якщо залишки суттєво коре-
люють мiж собою, то модель є неадекватною (порушено важливе припущення про
незалежнiсть похибок у регресiйнiй моделi).

16



3.3 Тестування i усунення мультиколiнеарностi

Однiєю з умов правомiрностi застосування МНК є умова незалежностi екзогенних змiнних
(або вхiдних факторiв). Iснування залежностi мiж ними називають мультиколiнеарнiстю.
Оскiльки ця умова часто не виконується, то необхiдно визначити рiвень впливу специфi-
кацiї залежностi на оцiнку параметрiв моделi.

Алгоритмом повного дослiдження мультиколiнеарностi є алгоритм Фаррара-Глобера.
З його допомогою тестують три види мультиколiнеарностi:

1. У сукупностi всiх факторiв (критерiй χ2 Пiрсона)

2. Кожного фактора з iншими (критерiй Фiшера).

3. Кожної пари факторiв (критерiй Ст’юдента).

Усi цi критерiї при порiвняннi з їх критичними значеннями дають змогу робити конкретнi
висновки щодо наявностi чи вiдсутностi мультиколiнеарностi незалежних змiнних.

Для оцiнки параметрiв моделi, в яку входять мультиколiнеарнi змiннi, також викори-
стовують метод головних компонент.

Опишемо алгоритм Феррара — Глобера.

1. Стандартизацiя (нормалiзацiя) змiнних. Позначимо вектори незалежних змiнних
економетричної моделi через X1, X2, . . . , Xm. Елементи стандартизованих векторiв
розрахуємо за формулою:

x∗ik =
xik − X̄k√
nσ2

Xk

, (12)

де X̄k – вибiркове середнє, а σ2
Xk

– дисперсiя k-ї екзогенної змiнної, xik -елементи
матрицi:

X =


1 1 · · · 1

x11 x21 · · · xn1

· · · ·
x1m x2m · · · xnm

 ;

2. Знаходження кореляцiйної матрицi (матрицi моментiв стандартизованої системи нор-
мальних рiвнянь):

R = (X∗)TX∗, (13)

3. Визначення критерiю χ2 Пiрсона:

χ2 = −(n− 1− 1

6
(2m+ 5))ln|det(R)|, (14)

тут m - кiлькiсть факторiв, n - кiлькiсть спостережень. Порiвнюємо це спостережу-
ване значення iз табличним критичним значенням при m(m−1)

2
ступенях вiльностi i

рiвнi значущостi α. Якщо χ2 < χ2
кр, то в масивi незалежних змiнних не iснує муль-

тиколiнеарностi.
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4. Визначення оберненої матрицi:
C = R−1. (15)

5. Розрахунок F- критерiїв:
Fk = |ckk − 1|n−m

m− 1
, (16)

де ckk — дiагональнi елементи матрицi C. Фактичнi значення критерiїв Fk порiвню-
ються з табличними при n−m i m− 1 ступенях свободи i рiвнi значущостi α. Якщо
Fk > Fтабл, то вiдповiдна k-ва екзогенна змiнна мультиколiнеарна з iншими.

Коефiцiєнт детермiнацiї для кожної змiнної розраховується таким чином: R2
Xk

=

1− 1
ckk
.

6. Знаходження часткових коефiцiєнтiв кореляцiї:

rkj =
−ckj√
ckkcjj

, (17)

де ckj — елемент матрицi C, що заходиться в k-му рядку i j-му стовпцi, , a ckk i cjj —
дiагональнi елементи цiєї матрицi .

7. Розрахунок t критерiїв:

tkj =
rkj
√
n−m√

1− r2
kj

. (18)

Фактичнi значення критерiїв tkj порiвнюються з табличними при n − m ступенях
свободи i рiвнi значущостi α. Якщо tkj > tтабл, то мiж екзогенними змiнними Xk i Xj

iснує мультиколiнеарнiсть.

3.4 Алгоритм методу головних компонент

Метод головних компонент–один з основних способiв зменшити розмiрнiсть даних, втра-
тивши найменшу кiлькiсть iнформацiї. Був винайдений Карлом Пiрсоном у 1901 роцi.
Iнодi МГК називають перетворенням Кархунена-Лоева або перетворенням Хотеллiнга.

На практицi часто доводиться мати справу iз задачами, в яких кiлькiсть факторiв
перевищує межi адекватного аналiзу та iнтерпретацiї. Тому замiсть множини вихiдних
факторiв X1, X2, . . . Xm розглядають iншу множину Z1, Z2, . . . Zn, де n < m.

Причинами цього є:

– необхiднiсть наочного представлення вихiдних даних, що досягається їх проектува-
нням на спецiальним чином визначений одно-, двох- чи трьохвимiрний простiр;

– прагненням до лаконiзму дослiджуваних моделей, що одночасно дозволить спрости-
ти розрахунки та iнтерпретацiю моделей;

– необхiднiстю стиснення обсягiв статистичної iнформацiї.
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Процедура визначення факторiв Z1, Z2, . . . Zn, базується на двох критерiях: перший – ма-
ксимальне збереження вихiдної iнформацiї, що зосереджена у значеннях факторiвX1, X2, . . . Xm,
другий – максимальне використання iнформацiї, що зосереджена у цих факторах вiдносно
iнших, зовнiшнiх показникiв.

Формально задача переходу до нового набору факторiв є такою. Нехай Z = Z(X) –
деяка k-вимiрна вектор-функцiя початкових факторiв i Ik(Z(X)) – певним чином задана
мiра iнформативностi системи факторiв

Z(X) = (Z1(X), Z2(X), . . . , Zk(X)).

Задача полягає у визначеннi такого набору факторiв Ẑ, знайденого у класi F допусти-
мих перетворень початкових факторiв X, що Im(Ẑ(X)) = max

Z∈F
Im(Z(X)). Припустимо, що

перетворення F визначає можливi лiнiйнi ортогональнi нормованi комбiнацiї початкових
факторiв, тобто

Zj(X) = cj1(X1 −MX1) + . . .+ cjm(Xm −MXm);
m∑
i=1

c2
ji = 1, j = 1,m;

m∑
i=1

cjicki = 0, j, k = 1,m, j 6= k.

Мiрою iнформативностi є вiдношення

Im(Z(X)) =
DZ1 + . . .+DZn
DX1 + . . .+DXm

,

Тодi вектор Ẑ визначається як лiнiйна комбiнацiя Ẑ = AX, де рядки матрицi A задовiль-
няють умовi ортогональностi. Конструктивна побудова елементiв матрицi A розглянута
нижче.

Першою головною компонентою Z1(X) називається така нормовано-центрована лiнiйна
комбiнацiя початкових факторiв, яка серед усiх iнших таких комбiнацiй має найбiльшу
дисперсiю.

k-ю головною компонентою дослiджуваної системи факторiвX1, X2, . . . Xm називається
така лiнiйна комбiнацiя цих факторiв, яка не корельована з k− 1 попереднiми головними
компонентами i серед усiх iнших таких комбiнацiй, що не корельованi з попереднiми k− 1

головними компонентами лiнiйних комбiнацiй, має найбiльшу дисперсiю.

1. Нормуємо та центруємо значення факторiв:

x∗ik =
xik − X̄k√
nσ2

Xk

, (19)

де X̄k – вибiркове середнє, а σ2
Xk

– дисперсiя k-ї екзогенної змiнної.

2. Знаходження кореляцiйної матрицi (матрицi моментiв стандартизованої системи нор-
мальних рiвнянь):

R = (X∗)TX∗, (20)

3. Знаходимо характеристичнi числа матрицi R з рiвняння:

|R− λE| = 0, (21)
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4. Впорядковуємо власнi числа λk за абсолютним внеском головної компоненти в за-
гальну дисперсiю.

5. Обчислюємо вiдповiднi власнi вектори ak.

6. Знаходимо головнi компоненти-вектори: Zk = X∗ak, k = 1, n.

Головнi компоненти повиннi задовiльняти таким умовам:
m∑
i=1

zk,i = 0, i = 1,m,

1

n
ZT
k Zk = λk, k = 1, n,

ZT
j Zk = 0, j 6= k.

7. Визначаємо параметри моделi Ŷ = Zb̂:

b̂ = Z−1Y.

8. Знаходимо параметри моделi Ŷ = Xβ̂:

β̂ = ab̂.

3.5 Тестування i усунення гетероскедастичностi

Застосування МНК веде до негативних наслiдкiв, якщо не виконуються умови незале-
жностi залишкiв i постiйностi їх дисперсiї. Приклад, наведений на рисунку 1, показує, що
прогноз значення показника yn+1 у точцi xn+1 значно вiдрiзняється вiд iстинного значен-
ня. Виходячи iз критерiю мiнiмуму середньоквадратичної похибки на точках навчальної
послiдовностi, найкращим наближенням експериментальної залежностi є пряма. У той
же час очевидно, що дисперсiї залишкiв змiнюються за деяким законом (квадратичним,
або типу квадратичного кореня). У загальному випадку, таке явище призводить до того,
що оцiнки параметрiв за МНК будуть незмiщеними, змiстовними але не ефективними i
формулу для стандартної похибки оцiнки адекватно застосовувати не можна.

Якщо дисперсiя залишкiв змiнюється для кожного спостереження або групи спостере-
жень, то таке явище називається гетероскедастичнiстю.

Для перевiрки наявностi гетероскедастичностi найчастiше використовують чотири ме-
тоди у залежностi вiд природи початкових даних: критерiй µ, параметричний тест Гольдфельда-
Квандта, непараметричний тест Гольдфельда-Квандта, тест Глейсера. Наведемо алгори-
тми кожного з цих методiв та зазначимо особливостi їх застосування.

Критерiй µ (застосовується у випадку значної сукупностi початкових даних).

1. Значення результуючої характеристики Y розбиваються на k груп вiдповiдно до змiн
рiвня величини (наприклад, за збiльшенням).

2. Для кожної групи даних обчислюємо суму квадратiв вiдхилень Sr =
nr∑
i=1

(yir − ȳr)2,

r = 1, k, де nr – кiлькiсть елементiв у r-вiй групi.
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Рис. 1: Приклад гетероскедастичностi

3. Визначимо суму квадратiв вiдхилень в цiлому по сукупностi спостережень: S =
k∑
r=1

Sr =
k∑
r=1

nr∑
i=1

(yir − ȳr)2, де nr – кiлькiсть елементiв в r-вiй групi.

4. Обчислимо параметр

α =
k∏
r=1

(
Sr

nr

)nr
2(

S
n

)n
2

, де n – кiлькiсть спостережень.

5. Обчислимо значення критерiю µ = −2 lnα, який приблизно вiдповiдає розподiлу χ2

iз ступенем вiльностi k − 1, якщо дисперсiя всiх спостережень однорiдна.

Таким чином, якщо значення µ не менше табличного значення χ2 при вибраному рiвнi до-
вiри i ступенi вiльностi k−1, то приймається гiпотеза про наявнiсть гетероскедастичностi.

Параметричний тест Гольдфельда-Квандта (застосовується, якщо кiлькiсть спо-
стережень невелика i зроблено припущення про те, що дисперсiя залишкiв зростає про-
порцiйно квадрату однiєї з незалежних змiнних.)

1. Упорядкувати спостереження вiдповiдно до величини елементiв вектораXk, для яко-
го ймовiрно виконується вищенаведена умова.

2. Виходячи iз спiввiдношення c
n

= 4
15
, запропонованого авторами методу, де n – кiль-

кiсть елементiв Xk, вилучити c спостережень, якi знаходяться в серединi вектора.

3. Згiдно МНК побудувати двi економетричнi моделi по двох отриманих сукупностях
спостережень розмiрнiстю n−c

2
, природно за умови, що n−c

2
> m, де m – кiлькiсть

незалежних факторiв (екзогенних змiнних) присутнiх в моделi.
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4. Знайти суму квадратiв залишкiв для першої i другої моделей:

S1 =

n−c
2∑
i=1

(y1
i − ŷ1

i )
2 i S2 =

n−c
2∑
i=1

(y2
i − ŷ2

i )
2

5. Обчислити значення критерiюR∗ = S2

S1
, який вiдповiдає F -критерiю iз (n−c−2m

2
, n−c−2m

2
)

ступенями свободи. Таким чином, якщо R∗ ≤ Fтабл, то гiпотеза про вiдсутнiсть гете-
роскедастичностi приймається.

Тест Глейсера

Крок 1 Згiдно iз МНК знаходимо параметри лiнiйної регресiї та для кожного окремого спо-
стереження визначаємо помилки εi.

Крок 2 Будуємо регресiю, яка пов’язує абсолютнi значення похибок, знайдених на першому
кроцi |εi|, з незалежною змiнною xi. Форма регресiї пiдбирається з рiзних форм
кривих:

|εi| = b0 + b1x
2
i + ui, |εi| = b0 + b1x

−1
i + ui, |εi| = b0 + b1x

1/2
i + ui,

|εi| =
√
b0 + b1xi + ui, |εi| =

√
b0 + b1x2

i + ui.

Крок 3 Якщо b0 = 0 i b1 6= 0, то має мiсце "чиста"гетероскедастичнiсть, якщо b0 6= 0 i b1 6= 0,
то така гетероскедастичнiсть називається "змiшаною".

Проводимо будь-який тест на значущiсть параметрiв b0 i b1. Якщо вони значно вiдрiзня-
ються вiд нуля, то εi є гетероскедастичними.

3.6 Автокореляцiя

Автокореляцiя – це взаємозв’язок послiдовних елементiв часового або просторового ря-
ду даних. В економетричних дослiдженнях виникають ситуацiї, коли дисперсiя залишкiв
постiйна, але має мiсце їх коварiацiя. Це явище називають автокореляцiєю залишкiв.

Автокореляцiя залишкiв найчастiше спостерiгається тодi, коли економетрична модель
будується на основi часових рядiв. Якщо iснує кореляцiя мiж послiдовними значеннями
деякої незалежної змiнної, то буде i кореляцiя послiдовних значень залишкiв.

Автокореляцiя може бути також i наслiдком помилкової специфiкацiї економетричної
моделi. Крiм того наявнiсть автокореляцiї залишкiв може означати, що необхiдно ввести
в модель нову незалежну змiнну. При присутнiй автокореляцiї МНК застосовувати не
можна.

Якщо нехтувати автокореляцiєю залишкiв i оцiнити параметри моделi МНК, то при-
йдемо до таких трьох наслiдкiв.

1. Оцiнки параметрiв моделi можуть бути незмiщеними але неефективними, тобто ви-
бiрковi дисперсiї вектора оцiнок модуть бути невиправдано великими.

22



2. Оскiльки вибiрковi дисперсiї обчислюються не по уточнених формулах, то статисти-
чнi критерiї t- i F -статистики, якi знайденi для лiнiйної моделi, практично не можуть
бути використанi в дисперсiйному аналiзi.

3. Неефективнiсть оцiнок параметрiв економетричної моделi призводить, як правило,
до неефективних прогнозiв, тобто прогнозiв з дуже великою вибiрковою дисперсiєю.

Критерiй Дарбiна-Уотсона

Крок 1 Розраховуємо значення d-статистики за формулою:

d =

n∑
t=2

(et − et−1)2

n∑
t=1

e2
t

. (22)

Крок 2 Задаємо рiвень значущостi α i за таблицею Дарбiна-Уотсона для кiлькостi факторiв
k та кiлькостi спостережень n знаходимо значення dL i dU .

Крок 3 Якщо виконується нерiвнiсть 0 < d < dL, то має мiсце позитивна автокореляцiя.
Якщо 4− dL < d < 4, то робимо висновок про негативну автокореляцiю. У випадку
виконання нерiвностi dL < d < dU або 4 − dU < d < 4 − dL висновку про iснування
автокореляцiї зробити не можна. Якщо dU < d < 4− dU , то автокореляцiї немає.

3.7 Завдання для лабораторної роботи №3

1. Користуючись даними файлу Life Expectancy.csv зробити вибiрку даних згiдно свого
варiанту. За певним правилом, замiнити пропущенi значення вiдповiдними числови-
ми значеннями. Обчислити середнi значення всiх екзогенних змiнних за вiдповiдний
часовий промiжок для кожної з країн. Побудувати графiки залежностей.

Варiанти Завдання
1 Дослiдити країни, що розвиваються за 2000-2007рр
2 Дослiдити розвинутi країни за 2000-2007рр
3 Дослiдити країни, що розвиваються за 2008-2015рр
4 Дослiдити розвинутi країни за 2008-2015рр
5 Дослiдити всi країни за 2005рр
6 Дослiдити всi країни за 2010рр
7 Дослiдити всi країни за 2015рр

2. Дослiдити змiннi на мультиколiнеарнiсть. Вибрати найбiльш суттєвi фактори i по-
будувати модель множинної регресiї.

3. Використовуючи рiзнi критерiї оцiнити якiсть моделi.

4. Застосувати критерiй µ (непарнi варiанти), тест Глейсера (для парних варiантiв)
виконати тестування залишкiв побудованої моделi на гетероскедастичнiсть.
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4 Парна та множинна нелiнiйна регресiя.
Алгоритм Брандона

4.1 Парна нелiнiйна регресiя

У випадку, якщо кореляцiйне поле показує нелiнiйний зв’язок мiж показниками, або коли
(згiдно F-критерiю) вiдкинута гiпотеза про лiнiйний зв’язок мiж x i y, потрiбно вибрати
нелiнiйну регресiю. Наведемо приклади деяких базових рiвнянь регресiї: y = a0 + a1x +

a2x
2 + a3x

3 + ...anx
n - полiномiальна регресiя.

y = a0 + a1 lnx - логарифмiчна регресiя
y = a0 + a1e

x - експоненцiальна регресiя
y = a0 + a1x

p - степенева регресiя

та ряд iнших: y = 1
a+bx

, y = 1
a+be−x , y = abx, y = ae

b
x , y = x

a+bx
, y = a0 +

m∑
i=1

(ai cos(ix) +

bi sin(ix)). Коефiцiєнти всiх цих рiвнянь можна визначити, використовуючи МНК.
Полiномiальна регресiя вибирається, коли має мiсце немонотонна залежнiсть мiж x i y.

Якщо на кореляцiйному полi є тiльки одна точка max або min, то вибирається квадратична
регресiя.

У випадку квадратичної регресiї y = a0 + a1x + a2x
2 коефiцiєнти знаходять методом

найменших квадратiв i визначаються за даними iз системи лiнiйних рiвнянь.
a0 + a1x̄+ a2x̄2 = ȳ

a0x̄+ a1x̄2 + a2x̄3 = x̄y

a0x̄2 + a1x̄3 + a2x̄4 = ¯x2y

(23)

Якщо детермiнант системи не рiвний нулю, то iснує єдиний розв’язок для коефiцiєнтiв
квадратичної регресiї.

В iнших випадках нелiнiйної регресiї її зводять до лiнiйної за допомогою замiни змiн-
них. Нexай виходячи з економiчний суджень або з виду кореляцiйного поля, вибрана степе-
нева регресiйна модель: y = axb. Логарифмуючи, одержимо: ln y = ln a+ b lnx. Проводимо
замiну змiнних: v = ln y, z = lnx, будуємо лiнiйну регресiйну модель:

v = a0 + a1z = a0 + a1 lnx,

де a0 = ln a, a1 = b. Звiдки нелiнiйна регресiя буде мати вигляд: y = ea0xa1 .

Цей же метод використовується при побудовi iнших видiв нелiнiйної регресiї. На пра-
ктичних задачах зазвичай будується лiнiйна i декiлька нелiнiйних моделей. А тодi за ма-
ксимальним коефiцiєнтом детермiнацiї вибирається одна з них.

4.2 Множинна нелiнiйна модель

Перший етап нелiнiйного множинного регресiйного аналiзу – це одержання, так званої,
квадратичної форми. Для цього визначають коефiцiєнти регресiї b0, bj, bjm, bjj у полiномi:

ŷ = b0 + b1x1 + b2x2 + ...+ bmxm + b11x
2
1 + b22x

2
2 + ...+ bmmx

2
m + b12x1x2 + ...
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Степiнь регресiйної залежностi можна пiдвищувати до тих пiр, поки зменшується зали-
шкова дисперсiя. Починаючи з 2-го кроку кожному пiдвищенню степеня полiнома передує
замiна змiнних, що лiнеаризує функцiї t1 = x2

1, t2 = x2
2, ..., пiсля чого коефiцiєнти нового

лiнiйного полiнома визначають за згаданими ранiше формулами.
Iншою формою проведення нелiнiйного регресiйного аналiзу є використання так званих

"внутрiшньо-лiнiйних"форм рiвнянь, тобто форм, якi легко лiнеаризуються логарифмува-
нням та iншими перетвореннями. До таких моделей вiдносять мультиплiкативну модель:
ŷ = b0x

b1
1 x

b2
2 · . . . · xbmm .

Логарифмуючи за основою e, приводять її до лiнiйної:

ln ŷ = ln b0 + b1 lnx1 + b2 lnx2 + . . .+ bm lnxm.

Iншим прикладом "внутрiлiнiйних"форм рiвнянь є наступнi експоненцiальнi моделi:

1) ŷ = exp{b0 + b1x1 + b2x2 + ...+ bmxm}
2) ŷ = b0e

b1x1 · eb2x2 · ... · ebmxm

3) ŷ = 1
1+eb0+b1x1+b2x2+...+bmxm

I, накiнець, можна згадати про обернену модель: ŷ = 1
b0+b1x1+b2x2+...+bmxm

4.3 Алгоритм Брандона

Американський економiст запропонував свiй алгоритм побудови оптимальної нелiнiйної
регресiйної моделi. Припустимо початковi данi поданi у таблицi:

x1 x2 · · · xm y

x11 x12 · · · x1m y1

x21 x22 · · · x2m y2

· · · · · · · · · · · · · · ·
xn1 xn2 · · · xnm yn

1. Обчислити середнє значення вихiдної характеристики ȳ = 1
n

n∑
i=1

yi, yi > 0.

2. Виконати перетворення y0i = yi
ȳ
, i = 1, n.

3. Для пари змiнних (y0; x1) побудувати всi залежностi, якi наведено вище, i за крите-
рiєм Дарбiна-Уотсона, або за значенням кореляцiйного вiдношення η, або за їх ком-
позицiєю (для лiнiйної залежностi беруть коефiцiєнт кореляцiї) вибирається опти-
мальна залежнiсть: ỹ0 = f1(x1).

4. Виконати перетворення y1i = y0i
ỹ0i
, i = 1, n.

5. Для пари змiнних (y1; x2) вибрати вид залежностi, що має максимальний рiвень
специфiкацiї як сказано вище: ỹ1 = f2(x2). Процес обчислень продовжують до вичер-
пання всiх факторiв, що впливають на ендогенну змiнну. Пiсля визначення ỹm−1 =
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fm(xm) будуємо загальну формулу множинної регресiї:

ỹ = ȳ

m−1∏
k=0

ỹk.

Кореляцiйне вiдношення розраховуємо за формулою:

η =

√√√√√√√1−

n∑
i=1

(yi − ỹi)2

n∑
i=1

(yi − ȳi)2

.

Якщо, наприклад, η = 0.7, то це означає, що середня вiдносна похибка апроксимацiї до-
рiвнює 30%.

Нехай ei = yi− ỹi. Тодi значення критерiю Дарбiна-Уотсона визначають за формулою:

DW =

n∑
i=1

(ei − ei−1)2

n∑
i=1

e2
i

.

Якщо DW = 2, то автокореляцiя вiдсутня, якщо DW = 0 або DW = 4, то має мiсце повна
автокореляцiя. Промiжнi результати перевiряють за допомогою спецiальних таблиць.

4.4 Завдання для лабораторної роботи №4

1. За табличними даними методом Брандона побудувати рiвняння нелiнiйної регресiї,
оцiнити її адекватнiсть та виконати її iнтерпретацiю.

26



5 Еволюцiйне моделювання i методи самоорганiзацiї.
Основнi поняття i термiни

Розглянемо аналiз методiв розв’язання задач, що базуються на еволюцiйних принципах.
Покажемо їх переваги i недолiки при розв’язуваннi задач оптимiзацiї у порiвняннi з кла-
сичними методами. Розглянемо аспекти наукових дослiджень еволюцiйних технологiй у
вiдомих свiтових школах.

Iснують рiзнi варiанти класифiкацiї класичних методiв, що використовуються для
прийняття рiшень. Значну їх частину складають методи оптимiзацiї, якi застосовуються
при розв’язаннi задач лiнiйного, нелiнiйного, цiлочисельного, опуклого, динамiчного, сто-
хастичного, геометричного програмування тощо. До сьогоднiшнього дня не розробленi
методи, якi були б iнварiантними до розмiрностi i змiсту областi даних, структури i пара-
метрiв цiльової функцiї. Рухаючись у цьому напрямку, незалежно рiзними вченими були
запропонованi парадигми, що базуються на iдеях i принципах природної еволюцiї. До них
вiдносять вiдомi методи еволюцiйного моделювання, якi ще називають еволюцiйними ал-
горитмами (ЕА):

– еволюцiйне програмування (ЕП);

– еволюцiйнi стратегiї (ЕС);

– генетичнi алгоритми (ГА);

– генетичне програмування (ГП).

Розглянемо особливостi кожного з вказаних еволюцiйних алгоритмiв:

– методи ЕП орiєнтованi на оптимiзацiю неперервних функцiй без використання ре-
комбiнацiй;

– ЕС орiєнтованi на оптимiзацiю неперервних функцiй з використанням рекомбiнацiй;

– ГА призначенi для оптимiзацiї функцiй дискретних змiнних, в них акцентується ува-
га на рекомбiнацiях геномiв;

– ГП використовує еволюцiйний метод для оптимiзацiї комп’ютерних програм.

Така класифiкацiя запропонована професором В.Г.Редьком. Проте сьогоднiшнi реалiї вка-
зують на те, що кожний з еволюцiйних алгоритмiв застосовується для розв’язання й iнших
задач. Крiм того, з’явилися методи, якi також вважають представниками еволюцiйної па-
радигми. Це мурашинi i меметичнi алгоритми, програмування генетичних виразiв тощо.

Оскiльки кожний еволюцiйний алгоритм є iтерацiйним методом, то для його реалiзацiї
необхiдно застосовувати обчислювальну технiку. Неминуче виникають питання збiжностi
кожного з них, швидкостi збiжностi, проведення препроцесiнгу даних. Ефективний вибiр
i використання еволюцiйного алгоритму залежать вiд правильного спiввiдношення фор-
малiзованої задачi, сутностi методу її розв’язання та очiкуваних результатiв.
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Елементи еволюцiйного пiдходу присутнi i у методi групового врахування аргументiв.
Цей метод застосовується у рiзних областях знань, що використовують структурну, пара-
метричну iдентифiкацiю i прогнозування. Вiн базується на самоорганiзацiї моделей i на
вiдмiну вiд регресiйного аналiзу, де структура моделi задана, спрямований на визначення
структури моделi оптимальної складностi. Тобто базується на переборi моделей, якi посту-
пово ускладнюються, i виборi найкращого розв’язку згiдно iз мiнiмумом значення зовнi-
шнього критерiю. Базовими моделями найчастiше є не лише полiноми але й iншi нелiнiйнi
функцiї. За допомогою перебору рiзних розв’язкiв в iндуктивному пiдходi до моделювання
намагаються мiнiмiзувати роль впливу аналiтика на результати моделювання. Комп’ютер
знаходить структуру моделi i закони, за якими функцiонує об’єкт, i використовується як
порадник для вiдшукання нових розв’язкiв у задачах штучного iнтелекту. Академiк НАН
України О.Г. Iвахненко запропонував використовувати принцип зовнiшнього доповнення.
Базуючись на теоремi Вейєрштрасса про те, що будь-яку неперервну функцiю можна як
завгодно точно наблизити полiномом, вiн запропонував наступну схему.

5.1 Багаторядний метод групового врахування аргументiв

Нехай початковi данi зосередженi у матрицi A = (X1, X2, ..., Xm, Y ), де Xi, i Y – вектор-
стовпчики розмiрнiстю n. Задача полягає в iдентифiкацiї залежностi

Y = F (X1, X2, . . . , Xm) (24)

полiномом Колмогорова-Габора

Y = a0 +
m∑
i=1

aixi +
∑
i<j

aijxixj +
∑
i<j<k

aijkxixjxk + . . . (25)

Вiдомо, що при збiльшеннi порядку полiнома точнiсть наближення ним функцiї F (x) зро-
стає, а потiм спадає. Якщо точнiсть є максимальною, то цей процес закiнчується. Осо-
бливiстю МГВА є те, що вiн може бути застосованим у випадку малої кiлькостi точок
експериментiв, навiть значно меншої, нiж кiлькiсть членiв полiнома.

На першому етапi реалiзацiї МГВА вибирається опорна функцiя. Найчастiше викори-
стовуються залежностi виду:

1. y = a0 + a1xixj;

2. y = a0 + a1xi + a2xj;

3. y = a0 + a1xi + a2xj + a3xixj;

4. y = a0 + a1xi + a2xj + a3x
2
i + a4x

2
j + a5xixj.

Позначимо yk = f(xi, xj), де f – одна з вказаних залежностей або, можливо, подiбна.
На наступному кроцi за допомогою МНК визначають коефiцiєнти рiвнянь

y1 = f(x1, x2), . . . yn−1 = f(x1, xn), yn = f(x2, x3), . . . yp = f(xn−1, xn), (26)
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де p = C2
n.

Пiсля того, як усi залежностi yi, i = 1, p iдентифiкованi, за зовнiшнiм критерiєм вiдби-
рають кращi. Визначення їх кiлькостi вiдносять на свободу вибору, найчастiше це 40-60%.
Тi залежностi, якi залишилися, перенумеровують i одержують y1, y2, . . . ys. Перший крок
селекцiї закiнчено.

На наступному кроцi за допомогою МНК визначають коефiцiєнти таких залежностей:
z1 = f(y1, y2), z2 = f(y2, y3), . . . , zr = f(ys−1, ys), r = C2

s . Подальша процедура аналогi-
чна вищевикладенiй. Якщо значення зовнiшнього критерiю покращуються, то селекцiя
продовжується, в iншому випадку модель оптимальної складностi одержана.

5.2 Критерiй регулярностi

Опишемо зовнiшнi критерiї, використання яких базується на принципi зовнiшнього допов-
нення (або принципi регуляризацiї). У залежностi вiд типу задачi О.Г.Iвахненко запропо-
нував розглядати такi критерiї: регулярностi, незмiщеностi та балансу змiнних. Вiдомi два
критерiї регулярностi:

– мiнiмум середньоквадратичної помилки на нових точках окремої контрольної послi-
довностi;

– максимум коефiцiєнта кореляцiї на тих же точках.

Розглянемо процедуру їх застосування. Початковi данi знаходяться у таблицi

x1 x2 · · · xm y y1 y2 · · · yp

x11 x12 · · · x1m y1 y11 y12 · · · y1p

x21 x22 · · · x2m y2 y21 y22 · · · y2p

. . . . . . . . .
xn1 xn2 · · · xnm yn yn1 yn2 · · · ynp

Роздiлимо її рядки на двi частини (приблизно 60% на 40%), тодi n = l+ k, де l– кiлькiсть
точок експерименту у навчальнiй вибiрцi, k – у другiй – контрольнiй вибiрцi. Значення l
повинне бути бiльшим числа доданкiв в опорнiй функцiї f(x).

Використовуючи елементи навчальної вибiрки, визначаємо коефiцiєнти залежностей
(26). Далi розраховуємо значення критерiю регулярностi на точках контрольної вибiрки,
пiсля чого впорядковуємо yi за збiльшенням значення критерiю i вибираємо iз них певну
кiлькiсть iз найменшим значенням. Пiсля перенумерацiї вони складуть множину функцiй
наступного ряду селекцiї. Умови закiнчення iтерацiй не "канонiзованi"i можуть бути, на-
приклад, такими:

– середнє значення помилки для наступного ряду селекцiї є бiльшим нiж найбiльше
(середнє) значення помилки для попереднього ряду;

– мiнiмальне значення помилки наступного ряду бiльше мiнiмального значення помил-
ки попереднього ряду;
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– максимальне значення помилки наступного ряду бiльше максимального значення
помилки попереднього ряду;

– модуль вiдхилення помилок наступного i попереднього ряду менше деякого числа.

Критерiй регулярностi, що полягає у мiнiмiзацiї середньоквадратичної помилки на точках
контрольної послiдовностi, є таким:

ε =

Nk∑
i=1

(yi − ŷi)2

Nk∑
i=1

y2
i

−→ min,

де Nk – кiлькiсть точок у контрольнiй послiдовностi, ŷi –розраховане значення шуканої
залежностi в i -вiй точцi контрольної послiдовностi. Iнший варiант критерiю регулярностi
полягає у максимiзацiї коефiцiєнта кореляцiї.

Щоб можна було одержанi результати для рiзних моделей порiвняти мiж собою, то
величини yi i ŷi потрiбно нормувати, тобто вiдняти середнє i дiлити на стандартне вiдхи-
лення або на середнє значення.

Перевагою критерiю регулярностi є плавнiсть змiни його значення при збiльшеннi скла-
дностi моделi. Недолiком його використання є низька точнiсть при розв’язаннi екстрапо-
ляцiйних задач. Тому критерiй регулярностi рацiонально застосовувати для iдентифiкацiї
та короткострокового прогнозу.

5.3 Алгоритм подiлу початкової вибiрки даних

Реалiзацiя МГВА, у бiльшостi випадкiв, пов’язана iз необхiднiстю подiлу генеральної су-
купностi даних на двi вибiрки – навчальну i контрольну. Найбiльш поширеним, але не
єдиним, є пiдхiд, при якому в навчальну послiдовнiсть вибирають точки експериментiв з
бiльшим значенням дисперсiї, а у контрольну – з меншим. Це пояснюється тим, що область
навчання повинна бути якнайширшою, а контрольнi точки, в бiльшостi своїй, знаходиться
всерединi неї.

Алгоритм подiлу є таким:

1. Визначити вiдсоткове спiввiдношення мiж кiлькiстю елементiв у навчальнiй i кон-
трольнiй послiдовностi.

2. Для кожного стовпчика Xi, i = 1,m знайти вибiркове середнє X̄i.

3. Знайти вибiрковi дисперсiї для кожного рядка: Dj = 1
m−1

m∑
i=1

(xij − X̄i)
2, j = 1, n

4. Для впорядкування таблицi переставити рядки так, щоб першим був рядок з най-
бiльшим значенням дисперсiї, а останнiй з найменшим.

5. У вiдповiдностi до результату кроку 1 роздiлити данi у таблицi на навчальну i кон-
трольну послiдовностi.
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Якщо розв’язується задача короткострокового прогнозу (на один такт часу вперед), то
шукають ще i оптимальне спiввiдношення кiлькостi образiв у навчальнiй послiдовностi до
кiлькостi образiв у контрольнiй з метою отримання найпростiшої i достовiрної моделi.

5.4 Генетичний алгоритм. Еволюцiйнi стратегiї .

З бiологiї вiдомо, що генетичний код органiзму називається його генотипом, а фiзична
реалiзацiя коду – фенотипом. Цi та iншi визначення є базовими в термiнологiї ГА, що
не означає точного наслiдування бiологiчних процесiв, i лише в деякому наближеннi ГА
можна вважати їх моделлю.

До базових операторiв ГА вiдносять кроссовер (рекомбiнацiї, кроссинговер), мутацiї i
iнверсiї. З їх допомогою здiйснюється домiнуюче розмноження краще адаптованих до зов-
нiшнього середовища iндивiдiв, а також одержання iндивiдiв з характеристиками, якi були
вiдсутнi у iндивiдiв попереднiх поколiнь. В оптимiзацiйних задачах, таким чином, реалi-
зується наближення до оптимального розв’язку i вибивання цiльової функцiї з локальних
екстремумiв.

ГА є одним iз методiв знаходження екстремумiв складних функцiй. ГА – складова
частина еволюцiйного моделювання як наукового напряму, що базується на принципах
природного вiдбору за Дарвiним.

Розглянемо базовий ГА:

1. Iнiцiалiзувати початковий момент часу t = 0.

2. Випадковим чином сформувати початкову популяцiю, що складається з k iндивiдiв:
B0 = {A1, A2, ..., Ak}.

3. Обчислити пристосованiсть кожного iндивiда FAi
= fit(Ai), i = 1, k i популяцiї в

цiлому Ft = fit(Bt) (її ще називають фiтнес-функцiєю). Значення цiєї функцiї вка-
зує на те, наскiльки оптимальним є iндивiд, що описується даною хромосомою, для
розв’язання задачi.

4. Вибрати iндивiда Ac1 з популяцiї: Ac1 = Get(Bt).

5. Вибрати другого iндивiда з популяцiї Ac2 = Get(Bt) i з певною ймовiрнiстю (ймовiр-
нiстю кроссоверу Pc) виконати оператор кроссоверу.

6. З ймовiрнiстю 0.5 з Ac1 i Ac2 вiдiбрати одного iндивiда Ac = Get(Ac1 , Ac2).

7. З певною ймовiрнiстю (ймовiрнiстю мутацiї Pm) виконати оператор мутацiї: Ac =

mutation(Ac).

8. З певною ймовiрнiстю (ймовiрнiстю iнверсiї Pi) виконати оператор iнверсiї: Ac =

inversion(Ac).

9. Помiстити отриману хромосому в нову популяцiю: insert(Bt+1, Ac).

10. Виконати операцiї, починаючи з кроку 3, k раз.
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11. Збiльшити номер поточної епохи: t = t+ 1.

12. Якщо виконується умова зупинки, то завершити роботу, iнакше перейти на крок 3.

Нехай S – деяка система або процес. Її атрибутами є X – вектор вхiдних i внутрi-
шнiх параметрiв, Y – вектор результуючих характеристик. Припустимо, що перетворення
Y = f(X) є iдентифiкованим i залежнiсть f достатньо складна. Вiдомi також границi
можливих змiн значень складових вектора X. Необхiдно знайти такi значення вектора X,
щоб значення Y було оптимальним.

Не можна стверджувати, що така задача не може бути розв’язаною iншими методами,
але у разi достатньо складної, можливо розривної, полiекстремальної функцiї f робити це
дуже i дуже складно.

Як розв’язується задача з використанням ГА? Функцiя f є фiтнес-функцiєю. Можливi
значення елемента вектора X є його фенотипом. Двiйковим представленням фенотипу є
генотип (наприклад, 34 −→ 100010). Генотип має певну кiлькiсть елементiв (генiв, бiтiв).
Один або декiлька генотипiв (по кiлькостi елементiв в X) утворюють хромосому. Кросо-
вером називають подiл двох хромосом i обмiн частинами (наприклад, батьки – 1100 i 1010
−→ нащадки – 1110 i 1000). Мутацiя – iнвертування одного з елементiв хромосоми (на-
приклад, 0000 −→ 0100). Iнверсiя – змiна порядку мiсцезнаходження частин хромосоми
(наприклад, 1100 −→ 0011).

5.5 Завдання для лабораторної роботи №5

Необхiдно одержати математичну модель за методом МГВА, здiйснити прогнозування
та порiвняти результат МГВА iз результатом, що одержаний будь-яким iншим методом,
використовуючи контрольнi точки вiдомої функцiї.
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6 Методи кластеризацiї. Постановка задачi. Характери-
стика методiв кластерного аналiзу

Процес поступального руху до створення iнформацiйного суспiльства супроводжують про-
блеми, пов’язанi iз зберiганням i обробкою великих масивiв даних. Необхiдною умовою їх
вирiшення є iнтелектуальний аналiз даних, технологiї якого формуються на перетинi тео-
рiї штучного iнтелекту, статистики та теорiї баз даних. Однiєю з технологiй є data mining
("розкопка даних"). Великим масивам iнформацiї властива присутнiсть шумових ефектiв,
їх обробка призводить до накопичення сукупної помилки. Для подолання вказаної пробле-
ми необхiдно встановити значущi фактори i здiйснити їх аналiз. Зменшення iнформацiй-
ної ентропiї може бути також досягнуто шляхом групування об’єктiв i виявлення знань в
менших, функцiонально зв’язних сукупностях. Такi процедури направленi на послiдовне
подолання невизначеностi. Їх першим кроком є розв’язання задачi кластеризацiї.

Важливо зауважити, що кластеризацiя i класифiкацiя є основою як повсякденної дi-
яльностi людини, так i фундаментальним процесом наукової практики, оскiльки навiть
дiти класифiкують об’єкти навколишнього свiту, а система класифiкацiй мiстить поняття,
якi є необхiдною умовою розробки теорiй та методiв науки. Найбiльш часто методи класте-
ризацiї використовуються у соцiологiї, маркетингових дослiдженнях, економiцi, бiологiї,
медицинi, археологiї.

Складнiсть задач кластерного аналiзу полягає в тому, що реальнi об’єкти є багато-
вимiрними, тобто описуються не одним, а кiлькома параметрами, i об’єднання об’єктiв у
групи проводиться у n-вимiрному просторi, що є зовсiм не тривiальним.

6.1 Постановка задачi

Задача кластеризацiї полягає у визначеннi груп об’єктiв (процесiв), якi є найближчими
один до iншого за деяким критерiєм. При цьому нiяких припущень про їх структуру, як
правило, не робиться. Бiльшiсть методiв кластеризацiї базується на аналiзi матрицi ко-
ефiцiєнтiв схожостi, до яких належать вiдстань, кореляцiя та iншi. Якщо критерiєм або
метрикою виступає вiдстань, то кластером називають групу точок Ω, таку, що середнiй
квадрат внутрiшньогрупової вiдстанi до центру групи менше середньої вiдстанi до загаль-
ного центру в початковому наборi об’єктiв, тобто d̄2

Ω < d2, де d̄2
Ω = 1

N

∑
Xi∈Ω

(Xi − X̄Ω)2,

X̄Ω = 1
N

∑
Xi∈Ω

Xi, N – кiлькiсть точок в кластерi Ω.

Вихiдними даними для аналiзу можуть бути власне об’єкти i їх параметри. Данi для
аналiзу можуть бути також зображенi матрицею вiдстаней мiж об’єктами, у якiй на пере-
тинi i-го рядка з j-вим стовпцем записана вiдстань мiж i-вим i j-вим об’єктами.

Якщо вiдстанi не данi зразу, то агломеративнi алгоритми починаються з обчислення
вiдстаней мiж об’єктами. Розглянемо кiлька способiв обчислення вiдстаней мiж об’єктами:

1. Вiдстань Евклiда d(Xk, Xl) =

(
1
n

n∑
j=1

(Xkj −Xlj)
2

)1/2

.
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2. Максимальна вiдстань за ознаками (вiдстань Чебишова) d(Xk, Xl) = max
1≤j≤n

|Xkj−Xlj|.

3. Вiдстань Махаланобiса d(Xk, Xl) =
(
(Xk −Xl)R

−1(Xk −Xl)
T
)1/2, де R−1 – обернена

до коварiацiйної матриця.

4. Вiдстань Хеммiнга d(Xk, Xl) = 1
n

n∑
j=1

|Xkj −Xlj|.

Розв’язання задачi мiнiмiзацiї вiдстанi мiж об’єктами рiвносильне розв’язанню задачi мi-
нiмiзацiї вiдстанi до об’єкту, що має усередненi характеристики, оскiльки, наприклад, для
вiдстанi Хеммiнга

n∑
j=1
k<l

|Xkj −Xlj| =
n∑
j=1
k<l

|Xkj − X̄j + X̄j −Xlj| ≤

≤
n∑
j=1
k<l

|Xkj − X̄j|+
n∑
j=1
k<l

|Xlj − X̄j| ≤ 2 max
p∈{k,l}

n∑
j=1

|Xpj − X̄j|,

Задачi кластеризацiї супроводжують двi проблеми: визначення оптимальної кiлькостi кла-
стерiв i розрахунок їх центрiв. Початковими даними для задачi кластеризацiї є значення
параметрiв об’єктiв дослiдження. Найчастiше визначення оптимальної кiлькостi кластерiв
є прерогативою дослiдника. Припустимо, що число кластерiв K задано i K << n, де n –
кiлькiсть об’єктiв. Отримаємо задачу

K∑
i=1

ni∑
j=1

||Xj − X̄i|| ←→ min, (27)

де ni, i = 1, K – кiлькiсть об’єктiв в i-му кластерi, X̄i –середнє значення в кластерi,
||Xj − X̄i|| – вiдстань мiж об’єктами. Розв’язком задачi (27) є центри кластерiв X̄i, якi
можуть мiститися серед даних об’єктiв, що є достатньо строгою умовою, i можуть бути
представленими будь-якими точками областi дослiдження.

Перехiд вiд об’єктiв до вiдстаней мiж ними – важливий момент. Вiдстанi мiж об’єктами
– це одна з мiр схожостi. Iснує наступна класифiкацiя мiр схожостi за Снiтом i Сокелом:

1) коефiцiєнт кореляцiї;

2) вiдстанi мiж об’єктами;

3) коефiцiєнт асоцiативностi;

4) ймовiрнiснi коефiцiєнти схожостi.

Кiлькiсне оцiнювання схожостi мiж об’єктами виходить з поняття метрики. При цьому
об’єкти представляються точками координатного простору, причому зафiксованi схожостi
i вiдмiнностi мiж точками знаходяться у вiдповiдностi з метричними вiдстанями мiж ними.

Iснують чотири стандартних критерiя, яким повинна задовiльняти мiра схожостi, щоб
бути метрикою:
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1) симетрiя (якщо x i y об’єкти, то ρ(x, y) = ρ(y, x) = 0) ;

2) нерiвнiсть трикутника: ρ(x, y) ≤ ρ(x, z) + ρ(z, y);

3) вiдмiннiсть нетотожних об’єктiв (якщо ρ(x, y) 6= 0, то x 6= y);

4) вiдсутнiсть вiдмiнностi мiж iдентичними об’єктами (ρ(x, x′) = 0, де x, x′ – iдентичнi
об’єкти).

Зазвичай, застосування тiльки евклiдової метрики не розв’язує всiх проблем. Наприклад,
при проведеннi масового опитування ми маємо вiдповiдi типу "так-нi "гiрше-краще ... До
такого типу задач застосовуємо iншу мiру схожостi. Важливою мiрою схожостi, яка тра-
дицiйно використовується у соцiологiчних науках, являється статистичний коефiцiєнт ко-
реляцiї, наприклад, коефiцiєнт кореляцiї Пiрсона.

Для бiнарних даних часто застосовують такий метод обчислення коефiцiєнтiв подi-
бностi, якi називають коефiцiєнтами асоцiативностi. Розглянемо два iндивiда (об’єкта) з
бiнарними характеристиками (наприклад: високий чи низький, палить чи нi, соцiально
активний чи нi, i т. д.) Тодi для двох iндивiдiв можна утворити таблицю 2 × 2, у кожнiй
клiтинцi якої стоїть число, що показує, скiльки вiдповiдних пар значень iснує:

iндивiд 1
1 2 Усього

iнди- 1 a b a+b
-вiд 2 2 c d c+d

a+c b+d a+b+c+d

Ось список коефiцiєнтiв подiбностi, якi часто використовують на практицi для такої си-
туацiї: 1) a+d

a+b+c+d
; (цей коефiцiєнт називають простим коефiцiєнтом зустрiчi, оскiльки у

чисельнику записано кiлькiсть параметрiв, якi спiвпадають у об’єктах). 2) a
a+b+c

; 3) 2a
2a+b+c

;

4) 2(a+d)
2(a+d)+b+c

; 5) a
a+2(b+c)

.

До яких даних застосовувати той чи iнший коефiцiєнт, визначається природою реальної
ситуацiї (задачi).

Наприклад, нехай маємо двох iндивiдiв, якi описуються десятьма показниками:

X =

(
1 0 0 0 1 1 0 0 1 0

0 0 0 0 1 0 0 1 1 0

)

Тодi

iндивiд
1 2 Усього

iнди- 1 2 1 3b
-вiд 2 2 5 7

4 6 10

Тодi значення коефiцiєнтiв будуть: 1) 0.7; 2) 0.4; 3) 0.57; 4) 0.82; 5) 0.25.
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6.2 Основнi сiмейства кластерного аналiзу

Розробленi вченими кластернi методи утворюють сiм основних сiмейств:

1) iєрархiчнi агломеративнi методи;

2) iєрархiчнi дивiзивнi методи;

3) iтеративнi методи групування;

4) методи пошуку модальних значень щiльностi;

5) факторнi методи;

6) методи скупчень;

7) методи, якi використовують теорiю графiв.

Цi сiмейства вiдповiдають рiзним пiдходам до утворення груп, i застосування рiзних ме-
тодiв до одних i тих же даних можуть привести до результатiв, якi значно вiдрiзняються
мiж собою. У конкретних галузях науки можуть виявитись особливо корисними певнi
сiмейства методiв. Так iєрархiчнi агломеративнi методи найчастiше використовуються у
бiологiї, тодi як факторнi аналiтичнi методи великим успiхом користуються у психологiї.

Взагальному iз семи сiмейств кластерних методiв найбiльш часто застосовують iєрар-
хiчнi агломеративнi та дивiзивнi методи (агломерат – скупчення, division – дiлення, роз-
биття).

В агломеративних, або об’єднуючих методах виконується послiдовне об’єднання най-
бiльш близьких об’єктiв в один кластер. Такий процес можна показати на графiку у видi
дендрограми, або "дерева об’єднання". Це зручне представлення дозволяє наглядно зо-
бразити кластеризацiю агломеративними алгоритмами.

Приклад дендрограми для множини з п’яти об’єктiв:
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На першому кроцi, коли кожен об’єкт є окремим кластером, вiдстанi мiж цими об’є-
ктами визначаються вибраним способом. Проте коли зв’язуються разом декiлька об’єктiв,
виникає питання, як слiд визначити вiдстанi мiж кластерами? Iншими словами, необхiдне
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правило об’єднання або зв’язку для двох кластерiв. Тут є рiзнi можливостi: наприклад,
ви можете зв’язати два кластери разом, коли будь-якi два об’єкти в двох кластерах ближ-
че один до одного, нiж вiдповiдна вiдстань зв’язку. Iншими словами, ви використовуєте
"правило найближчого сусiда"для визначення вiдстанi мiж кластерами; цей метод назива-
ється методом одиничного зв’язку. Це правило будує кластери, "зчепленi разом"тiльки
окремими елементами, що випадково опинилися ближче за iнших один до одного. Недо-
лiком цього методу є утворення занадто великих "довгастих"кластерiв. Як альтернативу
ви можете використовувати сусiдiв у кластерах, якi знаходяться далi за решту всiх пар
об’єктiв один вiд одного. Цей метод називається методом повного зв’язку (або мето-
дом найвiддаленiших сусiдiв). Крiм даних, iснує багато iнших методiв об’єднання об’єктiв
у кластери:

Метод середнього зв’язку має декiлька варiантiв застосування. У першому з них
обчислюється середня подiбнiсть об’єкта, який потрiбно кластеризувати, з усiма об’єктами
кластеру. Якщо знайдене середнє значення подiбностi досягає або перевищує деякезада-
не порогове значення, об’єкт приєднується до кластеру. В iншому варiантi обчислюють
коефiцiєнт подiбностi мiж центрами ваги кластерiв, що пiдлягають об’єднанню.

Метод Уорда. Цей метод вiдрiзняється вiд iнших методiв, оскiльки вiн використовує
методи дисперсiйного аналiзу для оцiнки вiдстаней мiж кластерами. Метод мiнiмiзує суму
квадратiв для будь-яких двох (гiпотетичних) кластерiв, якi можуть бути сформованi на
кожному кроцi. Суть методу пояснюють ще й так: вiн полягає у тому, що при переходi
вiд одного кроку розбиття до наступного об’єднують тi два кластери, при об’єднаннi яких
вiдбувається мiнiмальне збiльшення загальної втрати iнформацiї. За втрату iнформацiї
для однiєї групи беруть зазвичай середньоквадратичне вiдхилення, а для кiлькох груп –
суму всiх групових вiдхилень.
Наприклад, нехай маємо 10 осiб, для яких отримано значення деякої характеристики: 2,
6, 5, 6, 2, 2, 2, 0, 0, 0. Якщо кожен кластер мiстить лише одного iндивiда, то оскiльки
вiдхилення в кожному кластерi рiвно 0, то загальне вiдхилення рiвне теж 0.
Нехай маємо розбиття, яке складається лише з одного кластера, що мiстить усiх iнди-
вiдiв. Середнє значення характеристики тодi: 2+6+5+6+2+2+2+0

10
= 2.5 Вiдхилення в цьому

разi: (2− 2.5)2 + (6− 2.5)2 + ...+ (0− 2.5)2 = 50.5.
Якщо ж кластеризувати iндивiдiв таким чином:

{0, 0, 0}, {2, 2, 2, 2}, {5}, {6, 6},

то вiдповiднi середнi груп будуть: x̄1 = 0, x̄2 = 2, x̄3 = 5, x̄4 = 6. Вiдхилення для кожної
групи нульове i тому загальне вiдхилення також рiвне нулю.

Залежно вiд напряму, в якому розглядаємо створення кластерiв, маємо або процес
агломерацiї, або процес подрiбнення.

В iєрархiчних дивiзимних методах можлива реалiзацiя двох варiантiв: монотетичного
i полiтетичного подiлу. У першому варiантi кластери визначаються за однаковiстю або
близькiстю значень однiєї ознаки, у другому – до кластеру належать об’єкти, що мають
певнi спiввiдношення значень iз деякої множини ознак
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На вiдмiну вiд iєрархiчних агломеративних методiв, iтеративнi методи групування кла-
стерного аналiзу не мали широкого застосування.

В основi застосування iтеративних методiв групування лежить базовий алгоритм:

1. починають з вихiдного розбиття даних на деяке задане число кластерiв i обчислюють
центр кожного з цих кластерiв;

2. помiщають кожну точку даних у кластер з ближчим центром ваги;

3. обчислюють новi центри ваги кластерiв; кластери не змiнюють на новi до тих пiр
поки не будуть проглянутi повнiстю всi об’єкти;

4. кроки 2 i 3 повторюють до тих пiр, поки не перестануть змiнюватись кластери.

Застосування iтеративних методiв групування пов’язане з рядом проблем обчислю-
вального характеру, тому використовують пiдготовчi процедури для вибору вихiдного
подiлу, типу iтерацiй, статистичних критерiїв.

Вибiр початкового розбиття здiйснюється двома шляхами: перший полягає в тому,
що визначаються початковi точки – центри кластерiв i далi обчислюється вiдстань вiд
кожного об’єкту до центрiв кластерiв. Об’єкт належить тому кластеру, вiдстань до якого
є найменшою. Згiдно другого способу об’єкти довiльно розбивають на кластери i знаходять
їх центри як середнi значення.

Iснує два основнi типи iтерацiй: за принципом "k-середнiх"i за принципом "сходження
на гору". Iтерацiї за принципом "k-середнiх"полягають у перемiщеннi об’єкта в кластер
з найблищим центром ваги. Вони можуть бути комбiнаторними або некомбiнаторними.
У першому випадку перерахунок центра кластеру здiйснюється пiсля кожної змiни йо-
го складу, в iншому – лише пiсля того, як буде завершено перегляд усiх даних. Крiм
того, iтерацiї за принципом "k-середнiх"є включаючими та виключаючими. У включаю-
чих iтерацiях пiсля обчислення центру кластера об’єкт включається до складу коастера,
у виключаючих – вилучається iз кластера. В iтерацiях, що реалiзуються за принципом
"сходження на гору перемiщення об’єктiв вiдбувається, виходячи iз того, чи буде таке пе-
ремiщення оптимiзувати значення дечкого статистичного критерiю.

До функцiй, що визначають якiсть кластеризацiї (статистичнi критерiї), належать
trW , trW−1B, detW та найбiльше власне число матрицi W−1B, де W – об’єднана внутрi-
шньогрупова коварiацiйна матриця, B – об’єднана мiжгрупова коварiацiйна матриця. Ви-
користовуючи кожний iз статистичних критерiїв знаходять кластери визначеного вигляду.
Так, критерiй trW орiєнтований на утворення гiперсферичних однорiдних кластерiв. За
критерiєм detW передбачається, що у кластерiв буде однакова форма, не обов’язково гi-
персферична.

Проблема всiх iтеративних методiв – при розв’язуваннi задачi кластеризацiї мають
мiсце i субоптимальнi розв’язки.

Факторнi методи кластерного аналiзу дуже популярнi у психологiї. Найбiльш вi-
домими є: варiанти факторного аналiзу, обернений факторний аналiз або факторизацiя
Q-типу. Робота методiв починається з формування кореляцiйної матрицi схожостi мiж
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об’єктами. За кореляцiйною матрицею визначаються факторнi навантаження, i об’єкти
розподiляються по кластерам в залежностi вiд їх факторних навантажень. До недолiкiв
таких методiв належать: необхiднiсть обгрунтування застосування лiнiйної множинної ре-
гресiї; проблема множинних факторних навантажень, оскiльки iснує проблема прийняття
рiшень, якщо об’єкт має високе навантаження бiльше нiж для одного фактора.

У методах пошуку модальних значень щiльностi кластер визначають як область
простору iз високою щiльнiстю образiв у порiвняннi з навколишнiм середовищем. Розрi-
зняють два пiдходи: у першому – орiєнтуються на методi одиночного зв’язку, у другому –
на подiлi "сумiшей"багатовимiрних ймовiрнiсних розподiлiв. Особливiстю першого пiдхо-
ду є те, що при появi нового образу вiн з певним прiоритетом утворює новий кластер, нiж
приєднується до вже iснуючого. Друрий пiдхiд базується на статистичнiй моделi, в якiй
елементи рiзних груп чи кластерiв мають рiзний розподiл значень ознак.

Такi методи є чутливими до проблеми субоптимальних розв’язкiв, компоненти "сумi-
шей"є багатовимiрними нормальними розподiлами, що визначає їх недолiки.

Методи згущення дозволяють утворювати кластери, якi перекриваються. Вони ви-
магають обчислення матрицi подiбностi мiж образами i встановлення оптимального значе-
ння стратегiчного критерiю. Оскiльки цi методи на початку утворюють лише двi групи, то
рацiонально пропонувати декiлька конфiгурацiй, кожна з яких оцiнюється на придатнiсть.
Недолiком методiв є те, що через невдалу пошукову процедуру вiдбувається повторне зна-
ходження одних i тих же груп, що не надає нової iнформацiї.

Порiвняно новим напрямком у розробцi методiв кластеризацiї є методи, що базуються
на теорiї графiв. Розвинений математичний апарат є альтернативою численним евристи-
чним методам. Значного поширення набули методи, якi базуються на пiрамiдальних мере-
жах, що ростуть. Такi мережi дозволяють виконувати кластеризацiю в режимi реального
часу.

6.3 Алгоритми, що базуються на гiпотезi компактностi

Гiпотеза компактностi полягає в тому, що реалiзацiї одного i того ж образу вiдображаю-
ться в просторi ознак у геометрично близькi точки, утворюючи "компактнi"згустки у при-
пущеннi, що проведена попередня обробка образiв. Мiра компактностi може бути рiзною,
найчастiше цю роль грає Евклiдова вiдстань. Розрiзняють унiмодальну, полiмодальну та
локальну компактнiсть. Гiпотеза унiмодальної компактностi лежить в основi численних
алгоритмiв таксономiї, за допомогою якої одержуються кластери у виглядi гiперсфер чи гi-
перпаралелепiпедiв. Використання гiпотези локальної компактностi пов’язано з критерiєм
iнформативностi, яким є означення кiлькостi опорних точок, необхiдних для безпомил-
кового розпiзнавання навчальної послiдовностi. Для прогнозування значень пропущених
елементiв у таблицях "об’єкт-ознака"застосовується гiпотеза полiмодальної компактностi.

Алгоритм Forel

1. Ознаки об’єктiв нормуються так, щоб їх значення знаходились на вiдрiзку [0, 1],
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наприклад,
xij =

xij − xmin j

xmax j − xmin j

. k = 0.

2. Будуємо гiперсферу мiнiмального радiуса, що охоплює всi m точок. При нормуван-
нi, запропонованому на кроцi 1, такий радiус дорiвнює Rk =

√
n

2
, де n – кiлькiсть

факторiв або ознак об’єкта.

3. Зменшуємо радiус гiперсфери за формулою Rk+1 = Rk − k+1
10
Rk i центр сфери розмi-

щуємо в однiй iз точок (вибраної випадково).

4. Визначаємо точки, вiдстань вiд яких до центра гiперсфери менше Rk+1 i обчислюємо
координати їх центра ваги.

5. Переносимо центр сфери в центр ваги i знову визначаємо внутрiшнi точки. Ця опе-
рацiя циклiчно повторюється.

6. Якщо склад множини внутрiшнiх точок i, як наслiдок, координати центра ваги не
змiнюються, то сфера зупинилась в областi локального максимуму щiльностi точок
в просторi ознак.

7. Вилучаємо з розгляду точки, що належать сферi (таксону 1).

8. Якщо ще залишились "вiльнi"точки, то кроки 2-7 повторити, iнакше – перейти на
крок 9.

9. Якщо кiлькiсть таксонiв є меншою, нiж задана, то k = k + 1 i перейти на крок 3,
iнакше – на крок 10.

10. Закiнчення алгоритму.

Iснує ще модифiкацiя наведеного базового алгоритму Forel, яку називають Forel-2. У нiй
передбачена змiна радiуса на певну величину на кожнiй iтерацiї. Разом iз тим, вiдзначимо
значний суб’єктивiзм вибору як радiуса, так i його приросту, що часто призводить до
неоптимальної кластеризацiї. Алгоритм Forel-2 дозволяє отримати точно задане число
кластерiв.

6.4 Алгоритми, що базуються на гiпотезi лямбда-компактностi

У багатьох задачах важливу роль вiдiграють не самi вiдстанi мiж об’єктами, а вiдношення
мiж ними. Алгоритми, якi розглядаються нижче, мають у своїй основi особливiсть люд-
ського сприйняття кластерiв – увагу звертають не на абсолютнi вiдстанi, а на вiдношення
вiдстаней мiж декiлькома сусiднiми точками. Зробимо попереднi припущення. Нехай усi
точки генеральної сукупностi з’єднанi мiж собою ребрами повного графа. Позначимо дов-
жину мiж точками A i B iндексом α. Серед усiх ребер, якi є сумiжними цьому ребру,
знайдемо найкоротше i його довжину позначимо βmin. Вiдношення λ = α

βmin
називають

λ-довжиною ребра (А, В). Очевидно, що бiльшi значення λ мають ребра, якi з’єднують
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вiддаленi одна вiд iншої точки, оточенi близькими сусiдами. Саме такi локальнi сплески
щiльностi точок найкраще помiчає людське око при емпiричнiй кластеризацiї.

Алгоритм λ-KRAB

1. Знайти пару точок iз мiнiмальним значенням λ - вiдстанi мiж ними i з’єднати їх
ребром нового графа.

2. З’єднати наступнi найбiльш λ - близькi точки iз тих, що ще не приєднанi до побудо-
ваного графа.

3. Якщо всi точки вичерпанi, то перехiд на крок 4, якщо нi – то на крок 2.
Зауваження 1 Отриманий граф не має петель i сумарна довжина всiх його ребер буде
мiнiмальною. Граф iз такими властивостями називають найкоротшим незамкненим
шляхом (ННШ) i позначають λ-ННШ. Розв’язуємо задачу розбиття вихiдної мно-
жини точок на два кластери.

4. Для кожного ребра знайдемо характеристику його напруженостi

C = λ
2mi

m

2mj

m
,

де mi, mj – кiлькiсть точок, що знаходяться по рiзнi сторони вiд даного ребра.

5. Позначимо довжину розiрваного ребра d, розрахуємо середнє значення довжини вну-
трiшнiх ребер таксонiв ν. Якщо кластер мiстить один об’єкт, то ν = 0, два об’єкти –
ν = 1, при об’єднаннi всiх точок в один кластер – d = 0.
Зауваження 2 Розрив найбiльш напруженого ребра забезпечує виконання таких умов:

– границя мiж кластерами проходить по найбiльш напружених ребрах λ-ННШ;

– середня напруженiсть внутрiшнiх ребер у кластерах буде мiнiмальною;

– кластери матимуть однакове число точок.

Зауваження 3. Критерiєм якостi кластеризацiї вважають величину F = cd
cr+V

, де cd –
середня напруженiсть граничних ребер, cr – середня напруженiсть внутрiшнiх ребер
кластерiв. Коефiцiєнт V є бiльшим або рiвним нулю для того, щоб при збiльшенi
числа одиничних кластерiв значення F не прямувало до нескiнченностi.

Рацiонально прирiвняти V , наприклад, середньому значенню напруженостi (c′) повного
λ-ННШ i тодi F = cd

cr+c′
. Якщо всi точки об’єднанi в один кластер, то F = 0. У промiжку

мiж цими крайностями значення F може бути як меншим, так i бiльшим 1, але завжди є
бiльшим 0. Характеристика F iнварiантна по вiдношенню до абсолютних значень довжин
ребер графа λ-ННШ, що дозволяє порiвнювати мiж собою якiсть кластеризацiї рiзних
множин при рiзнiй кiлькостi об’єктiв m, рiзному числi кластерiв k, рiзнiй середнiй λ –
вiдстанi мiж об’єктами.

Якщо бажане число кластерiв задано дiапазоном вiд kmin до kmax, то, спостерiгаючи за
значеннями функцiї F = f(k), можна знайти таке число кластерiв, при якому F досягає
максимуму, що вiдповiдає оптимальнiй кластеризацiї.

41



Важливим етапом реалiзацiї алгоритму KRAB є побудова λ-ННШ. Якщо кiлькiсть
початкових точок перевищує декiлька сотень, то етап побудови є дуже трудомiстким. Для
прискорення виконання процедури необхiдно здiйснити попередню пiдготовку даних.

6.5 Пiрамiдальнi мережi, що ростуть

Ефективним iнструментарiєм розв’язання задач класифiкацiї, прогнозування та дiагно-
стики є пiрамiдальнi мережi, що ростуть (ПМР), якi були запропонованi професором В.П.
Гладуном в Iнститутi кiбернетики у Києвi. Мережi ПМР реалiзують гiпотезу про законо-
мiрностi структурування iнформацiї при її сприйняттi. Застосування ПМР в рiзних обла-
стях науки i технiки пiдтвердило їх репутацiю ефективного засобу структуризацiї великих
обсягiв iнформацiї.

Означення 1 Ациклiчний орiєнтований граф, в якому немає вершин iз однiєю вхiдною
дугою (IN), називається пiрамiдальною мережею, що росте.

Означення 2 Вершини, що не мають IN-дуг, називаються рецепторами, iншi вершини
– концепторами.

Означення 3 Пiдграф ПМР, що включає вершину А i вершини, вiд яких є шлях до
вершини А, називається пiрамiдою вершини А.

Означення 4 Вершини, що входять в пiрамiду вершини А, утворюють її субмножину.
Множина вершин, до яких є шляхи вiд вершини А, називається її супермножиною.

Означення 5 Вершини, якi зв’язанi з вершиною А у субмножинi та супермножинi,
називаються, вiдповiдно, O-субмножиною та O-супермножиною.

Рецептори ПМР вiдповiдають ознакам об’єктiв, концептори – описам об’єктiв у цiлому
та перетину понять. У початковому станi мережа складається лише iз рецепторiв, конце-
птори формуються в процесi роботи алгоритму її побудови.

Розробка i використання ПМР складаються з декiлькох етапiв:

1. Побудова ПМР.

2. Формування в ПМР структур, що представляють поняття.

3. Формування кластерної бази даних.

Розглянемо їх детальнiше. Етап 1 Наведемо алгоритм побудови мережi iз можливiстю
включення в iснуючi пiрамiди об’єктiв нових ознак в режимi реального часу, без замiни
пiрамiд у цiлому. Позначимо: FA – пiдмножина збуджених вершин O-субмножини вершини
A; G– множина збуджених вершин мережi, що не мають iнших збуджених вершин у сво-
їх супермножинах. При введеннi опису ознак об’єкта вiдповiднi рецептори збуджуються.
Концептор збуджується, якщо збуджуються всi вершини його O-субмножини. Введення
нових вершин вiдбувається за такими правилами:

A1. Якщо вершина A не збуджена i множина FA мiстить бiльше нiж один елемент, то
дуги, що з’єднують вершини з множини FA з вершиною A, лiквiдовуються i у мере-
жу вводиться новий концептор, який з’єднується IN -дугами з вершинами множини
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FA та вихiдною (OUT) дугою з вершиною A.
Iнтерпретацiя А1. Умовою введення нової вершини є ситуацiя, коли деяка вер-
шина мережi є не повнiстю збудженою (тобто збуджено не менше двох вершин її
O-субмножини, але не всi). Новi вершини вводяться у субмножини не повнiстю збу-
джених вершин. Вони репрезентують у мережi перетини описiв об’єктiв (рис. 2.)

Рис. 2:
Рис. 3:

Мережа на рис.3 формується пiсля збудження в мережi на рис.2 рецепторiв 2,3,4,5.

A2. Якщо множина G мiстить бiльше нiж один елемент i не включає вершини, помiченi
iменем введеного об’єкта, до мережi приєднується новий концептор, який з’єднує-
ться IN -дугами з усiма вершинами множини G. Нова вершина знаходитиметься у
збудженому станi. Мережа на рис.4 формується iз мережi на рис.3 пiсля збудження
рецепторiв 2,3,4,5,6.

A3. Якщо пiдмножина G мiстить бiльше нiж один елемент i включає вершину, помiчену
iм’ям введеного об’єкта, то ця вершина з’єднується IN - дугами з тими вершинами
з множини G, якi з нею не з’єднанi. Мережа на рис.5 виникає iз мережi на рис.4 за
умови, що збудженi рецептори 2,3,4,5,6,7 i вони вiдповiдають опису об’єкта B.

Означення 6 Елемент системи знань, що є узагальненою логiчною ознаковою моделлю
класу об’єктiв, за допомогою якої реалiзуються процеси розпiзнавання i генерацiї моделей
конкретних об’єктiв, називається поняттям.
Етап 2 Означення 7 Множина узагальнених в поняттi об’єктiв складає його обсяг.

Розглянемо задачу iндуктивного формування понять. Нехай Vi, i = 1, n – множина
об’єктiв, Vi ∧ Vj = φ, i 6= j. Позначимо L – множину об’єктiв, яка є навчальною вибiркою.
Мають мiсце спiввiдношення L

⋂
Vi = φ i Vi * L ∀i = 1, n, якi свiдчать про те, що з

кожної множини хоча б один об’єкт представлено у навчальнiй вибiрцi i жодна множина
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Рис. 4:
Рис. 5:

не входить повнiстю до навчальної вибiрки. Шляхом аналiзу необхiдно сформувати n

понять з обсягами V1, V2, . . . , Vn, достатнiх для правильного розпiзнавання всiх об’єктiв iз
L.

Нехай є ПМР, яка представляє всi об’єкти навчальної вибiрки L. Для формування
понять P1, P2, . . . , Pn, якi вiдповiдають множинам V1, V2, . . . , Vn, послiдовно проглядають
пiрамiди всiх об’єктiв навчальної вибiрки. У ПМР видiляють спецiальнi вершини, за допо-
могою яких повинно здiйснюватись розпiзнавання об’єктiв iз обсягу поняття. Їх називають
контрольними вершинами даного поняття. При виборi використовують двi характеристи-
ки вершин мережi: m1,m2, . . . ,mn, де mi – число об’єктiв обсягу поняття Pi, в пiрамiди
яких входить дана вершина; k – число рецепторiв у пiрамiдi, що вiдповiдає вершинi.

При переглядi пiрамiди виконуються перетворення за такими правилами:

B1 Якщо в пiрамiдi об’єкта iз обсягу поняття Pi вершина, що має найбiльше k з усiх вер-
шин з найбiльшим mi, не є контрольною вершиною поняття Pi, то вона помiчається
як контрольна вершина поняття. Якщо в групi вершин з найбiльшим mi значення k
всiх вершин рiвнi, в якостi контрольної вершини поняття Pi позначається будь-яка з
них.

B2 Якщо в пiрамiдi об’єкта iз обсягу поняття Pi є контрольнi вершини iнших понять,
якi не мiстять у своїх супермножинах збуджених контрольних вершин поняття Pi, у
кожнiй з цих супермножин вершина, яка має найбiльше k iз усiх збуджених вершин
з найбiльшим mi, позначається як контрольна вершина поняття Pi.

Приклади застосування правил B1 i B2 зображенi на рис. 6, 7, 8. Так на рис. 6 при
збудженнi пiрамiди вершини 2 контрольною вершиною є вершина 6, оскiльки вона має
найбiльше k iз усiх вершин, якi мають найбiльше mi {6, 12, 13}. Числа в кружечках є
значеннями mi для концепторiв, а в квадратиках – значення mi для рецепторiв.

У вiдповiдностi до правила B2 збудження пiрамiди вершини 2 (рис.7) за умови, що
вона представляє об’єкт iз обсягу поняття Pi, приводить до видiлення в якостi контрольної
вершини поняття Pi вершини 5 (рис.8).
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Рис. 6:

Якщо при розглядi всiх об’єктiв навчальної вибiрки з’явилась хоча б одна нова кон-
трольна вершина, тобто хоча б один раз виконувались умови, якi мiстяться в правилах
B1 i B2, здiйснюється новий перегляд всiх об’єктiв навчальної вибiрки. Робота алгоритму
закiнчується, якщо при черговому переглядi навчальної вибiрки не виникає жодної нової
контрольної вершини.

Рис. 7:
Рис. 8:

На наступному кроцi застосовується таке правило розпiзнавання. Об’єкт входить в об-
сяг Pi, якщо в його пiрамiдi є контрольнi вершини поняття Pi i не має жодної контрольної
вершини будь-якого iншого поняття, яка не мiстить збуджених контрольних вершин по-
няття Pi у своїй супермножинi. Якщо ця умова не виконується для всiх понять, об’єкт
вважається невизначеним.
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Iснує певна аналогiя мiж ПМР та нейронними мережами. Перевагою ПМР є те, що
структура мережi апрiорi не задана i формується у залежностi вiд вхiдних даних, чим
зменшується iнформацiйна надлишковiсть. Крiм того, знання одержанi у результатi фун-
кцiонування ПМР, є явно представленими i допускають iнтерпретацiю.

6.6 Еволюцiйна кластеризацiя. Алгоритм EvoClast

Альтернативним методом розв’язання задачi кластеризацiї є використання iдей, якi ле-
жать в основi еволюцiйного моделювання i зокрема генетичного алгоритму. Базовою опе-
рацiєю є формування фiтнес-функцiї. Нагадаємо, що початковими даними задачi класте-
ризацiї є значення характеристик об’єктiв. Пiсля їх нормування, значення всiх параметрiв
належатимуть одиничному гiперкубу [0. 1]n.

Реалiзацiя фiтнес-функцiї здiйснюється за алгоритмом EvoClast:

1. Значення фiтнес-функцiї покласти рiвним нулю (F=0).

2. Задати кiлькiсть кластерiв k i вказати значення n– кiлькостi об’єктiв.

3. Виконати iнiцiалiзацiю матрицi належностi елементiв до кластерiв.

4. Для всiх об’єктiв виконати наступнi кроки. Нехай i = 1.

5. Обчислити вiдстанi вiд i-го об’єкта до центрiв всiх k-кластерiв, якi є iндивiдами
вибiркової популяцiї.

6. Серед усiх вiдстаней dj, j = 1, k, вибрати мiнiмальну dq i вiднести i-вий об’єкт до
q-го кластера. Внести вiдповiдний запис в матрицю Tk.

7. F = F + dq, i = i+ 1.

8. Якщо кроки 5-7 виконанi для всiх об’єктiв, то отримано значення фiтнес функцiї F ,
в iншому випадку перейти на крок 5.

9. Закiнчення алгоритму.

Очевидно, що алгоритм отримання фiтнес функцiї можна оптимiзувати. Пiдвищення ефе-
ктивностi є його внутрiшньою властивiстю. Рiзноманiття варiантiв операцiй генетичного
алгоритму представляють множину зовнiшнiх властивостей процесу отримання фiтнес-
функцiї. Можливiсть розв’язання задачi її оптимiзацiї також припускає двiйкове i десятко-
ве представлення початкових даних. I якщо в першому випадку в процедурах генетичного
алгоритму домiнуючим є рiвномiрний розподiл, то у другому – при пошуку оптимального
розв’язку перевага вiддається значенням, що мають нормальний розподiл з математичним
сподiванням, яке спiвпадає з центром кластеру. Визначення оптимальної дисперсiї – одна
задача, яка залишається нерозв’язаною.

Запропонований метод еволюцiйного моделювання, що базується на використаннi ге-
нетичного алгоритму, ефективно функцiонує при обробцi масивiв великої розмiрностi,
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оскiльки в ньому оптимально поєднуються цiлеспрямований пошук i елементи випадково-
стi, направленi на вибивання цiльової функцiї з локальних мiнiмумiв. Нiяких попереднiх
умов для його використання не вимагається. Головною умовою оптимiзацiї обчислень є
правильна алгоритмiзацiя розрахунку значень цiльової функцiї. Багатовекторнiсть про-
цесу покращення швидкостi алгоритму (для генетичних алгоритмiв це особливо необхiдно)
i його точностi (пошуку глобального мiнiмуму фiтнес-функцiї), а також його актуальнiсть
свiдчать про необхiднiсть розв’язання задачi оптимiзацiї еволюцiйного методу.

6.7 Завдання для лабораторної роботи №6

1. Використовуючи методи класичного кластерного аналiзу, виконати кластеризацiю
56 об’єктiв, кожний з яких має 8 ознак-характеристик (див. табл.). Визначити iн-
формативнi фактори. Порiвняти точнiсть результатiв, наповнення кластерiв, центри
кластерiв i значення цiльової функцiї.

№ X1 X2 X3 X4 X5 X6 X7 X8

1 6 150 1.8 24 30 120 3.4 15
2 7 150 1.8 24 30 120 9.7 5
3 6 170 1.8 24 30 120 7.4 23
4 7 170 1.8 24 30 120 10.6 8
5 6 150 2.4 24 30 120 6.5 20
6 7 150 2.4 24 30 120 7.9 9
7 6 170 2.4 24 30 120 10.3 13
8 7 170 2.4 24 30 120 9.5 5
9 6 150 1.8 36 30 120 14.3 23
10 7 150 1.8 36 30 120 10.5 1
11 6 170 1.8 36 30 120 7.8 11
12 7 170 1.8 36 30 120 17.2 5
13 6 150 2.4 36 30 120 9.4 15
14 7 150 2.4 36 30 120 12.1 8
15 6 170 2.4 36 30 120 9.5 15
16 7 170 2.4 36 30 120 15.8 1
17 6 150 1.8 24 42 120 8.3 22
18 7 150 1.8 24 42 120 8 8
19 6 170 1.8 24 42 120 7.9 16
20 7 170 1.8 24 42 120 10.7 7
21 6 150 2.4 24 42 120 7.2 25
22 7 150 2.4 24 42 120 7.2 5
23 6 170 2.4 24 42 120 7.9 17
24 7 170 2.4 24 42 120 10.2 8
25 6 150 1.8 36 42 120 10.3 10
26 7 150 1.8 36 42 120 9.9 3
27 6 170 1.8 36 42 120 7.4 22
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№ X1 X2 X3 X4 X5 X6 X7 X8

28 7 170 1.8 36 42 120 10.5 6
29 6 150 2.4 36 42 120 9.6 24
30 7 150 2.4 36 42 120 15.1 4
31 6 170 2.4 36 42 120 8.7 10
32 7 170 2.4 36 42 120 12.1 5
33 6 150 1.8 24 30 130 12.6 32
34 7 150 1.8 24 30 130 10.5 10
35 6 170 1.8 24 30 130 11.3 28
36 7 170 1.8 24 30 130 10.6 18
37 6 150 2.4 24 30 130 8.1 22
38 7 150 2.4 24 30 130 12.5 31
39 6 170 2.4 24 30 130 11.1 17
40 7 170 2.4 24 30 130 12.9 16
41 6 150 1.8 36 30 130 14.6 38
42 7 150 1.8 36 30 130 12.7 12
43 6 170 1.8 36 30 130 10.8 34
44 7 170 1.8 36 30 130 17.1 19
45 6 150 2.4 36 30 130 13.6 12
46 7 150 2.4 36 30 130 14.6 14
47 6 170 2.4 36 30 130 13.3 25
48 7 170 2.4 36 30 130 14.4 16
49 6 150 1.8 24 42 130 11 31
50 7 150 1.8 24 42 130 12.5 14
51 6 170 1.8 24 42 130 8.9 23
52 7 170 1.8 24 42 130 13.1 23
53 6 150 2.4 24 42 130 7.6 28
54 7 150 2.4 24 42 130 8.6 20
55 6 170 2.4 24 42 130 11.8 18
56 7 170 2.4 24 42 130 12.4 11

2. За значеннями цiльової функцiї виконати порiвняльний аналiз ефективностi кожного
iз класичних методiв кластеризацiї та еволюцiйного методу.

3. Використовуючи еволюцiйний метод кластеризацiї, виконати кластеризацiю об’єктiв.
Здiйснити перевiрку алгоритму еволюцiйного методу на стiйкiсть, використовуючи
методи регуляризацiї даних. Дослiдити точнiсть результату як залежностi вiд пара-
метрiв генетичного алгоритму.
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7 Вiдновлення iнформацiї

Сучаснi науковi та практичнi дослiдження базуються на обробцi поточної та ретроспектив-
ної iнформацiї. Вiд того наскiльки вона є якiсною (iнформативною, точною, достовiрною
i т.д.), залежить точнiсть результатiв. Особливий iнтерес становить ситуацiя, коли части-
на даних вiдсутня. Це можливо iз-за вiдмов обладнання, втрати iнформацiї з технiчних
причин, а також суб’єктивних обставин.

Задача вiдновлення пропускiв має декiлька варiантiв постановки, що визначається
структурою пропущених даних. Зокрема, пропуски можуть бути серед значень вхiдних
факторiв, результуючих характеристик, вхiдних факторiв i їх результуючих характери-
стик, а також серед значень ознак певного об’єкта, де такi фактори i характеристики явно
не видiленi.

Методи, якими розв’язуються задачi вiдновлення пропускiв у даних, теж мають свою
класифiкацiю. Розглядають методи, що базуються на елементарних обчисленнях, стати-
стичнi методи, ймовiрнiснi методи, нейромережнi, еволюцiйнi методи. Визначаючи, який
метод застосовувати, необхiдно знати особливостi та обмеження його використання. Так,
методи, що базуються на елементарних обчисленнях, рацiонально застосовувати тодi, коли
кiлькiсть пропускiв є незначною. Одержанi оцiнки, найчастiше, є незмiщеними.

Статистичнi методи застосовують, якщо передбачається iснування лiнiйної залежностi
мiж вхiдними факторами та результуючими характеристиками. Необхiднiсть апрiорних
знань про ймовiрнiснi характеристики визначає аспекти застосування ймовiрнiсних мето-
дiв. Нейромережнi методи, в загальному випадку, дозволяють обробляти рiзнi структури
пропускiв, але точнiсть одержаних оцiнок визначатиметься iнформативнiстю та повнотою
даних для навчання нейромереж, а також їх архiтектурою та законами функцiонування.
Оскiльки задача вiдновлення пропускiв має оптимiзацiйний характер, то для її розв’я-
зання запропоновано використовувати еволюцiйнi методи, якi iнтегрують в собi нейро-
мережну iдентифiкацiю та генетичну оптимiзацiю. Результати експериментiв засвiдчили
порiвняно високу точнiсть результатiв. Недолiком є необхiднiсть використання значних
обчислювальних ресурсiв.

7.1 Постановка задачi вiдновлення пропускiв у таблицях даних

Нехай X = (X1, X2, . . . , Xn) – вектор вхiдних факторiв, Y = (Y1, Y2, . . . , Ym) – вектор
результуючих характеристик, p – кiлькiсть експериментiв або перiодiв ретроспективи, A =

(aij), i = 1, p, j = 1, n+m –матриця вхiдної iнформацiї. Вона має пропуски, якi позначенi
зiрочками (табл. 2).

Припустимо, що мiж вхiдними факторами i результуючими показниками iснують за-
лежностi

Ŷi = Fi(X1, X2, . . . , Xn), i = 1,m (28)

Тодi задача вiдновлення пропускiв у даних полягає в знаходженнi

min
∗
‖Y − F (X)‖, (29)
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Табл. 2: Структура вихiдної iнформацiї

№ X1 X2 X3 · · · Xn−1 Xn Y1 Y2 · · · Ym

1 a11 a12 a13 · · · ∗ a1n a1n+1 a1n+2 · · · a1n+m

2 a21 a22 ∗ · · · a2n−1 a2n a2n+1 ∗ · · · a2n+m

3 a31 ∗ a33 · · · a3n−1 a3n a3n+1 a3n+2 · · · ∗
p-1 ap−11 ap−12 ap−13 · · · ap−1n−1 ∗ ap−1n+1 ap−1n+2 · · · ap−1n+m

p ap1 ap2 ap3 · · · apn−1 apn apn+1 apn+2 · · · apn+m

де F = (F1, F2, . . . , Fm) i Y = (Y1, Y2, . . . , Ym) – вектори значень, що одержанi за iден-
тифiкованими залежностями i наведенi в табл. 2, вiдповiдно. Задачу (29) деталiзуємо i
перепишемо у виглядi

min
∗

1

pm

p∑
i=1

m∑
j=1

(Yij − Fj(X i
1, X

i
2, . . . , X

i
n))2, (30)

або

min
∗

1

pm

p∑
i=1

m∑
j=1

(Ŷij − aij)2, (31)

Якщо припустити, що залежностi (28) лiнiйнi, тобто

Ŷi = bi0 + bi1X1 + bi2X2 + . . .+ binXn, (32)

тодi задача вiдновлення пропускiв полягає у знаходженнi:

min
∗
‖Y −BX‖, (33)

де Y = (aij), i = 1, p, j = n+ 1, n+m, B = (bij), i = 1,m, j = 0, n, X = (aij), i = 1, p,
j = 1, n.

Розв’язання задач (29) – (32) має перший етап, який, у загальному випадку, полягає в
iдентифiкацiї залежностей Fi, i = 1,m. Зауважимо, що в задачi вiдновлення пропускiв у
таблицях даних процедури iдентифiкацiї та оптимiзацiї iтеративно повторюються.

7.2 Евристичнi методи обробки некомплектних даних

Наведемо та виконаємо аналiз методiв вiдновлення втрачених даних, що застосовуються
найчастiше. Матриця, рядок та стовпчик, що мають пропуски даних, називаються неком-
плектними.

1. Метод заповнення середнiм значенням.
Згiдно iз цим методом вiдсутнє значення на перетинi i- го рядка i j-го стовпчика
розраховується за формулою:

a∗ij =
1

q

p∑
i=1

aij, aij 6= ∗, (34)
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де q – кiлькiсть заповнених елементiв у j-му стовпчику. Перевагою методу є простота.
Недолiки: в одному стовпчику може бути велика кiлькiсть пропускiв i всi вони будуть
заповненi однаковими значеннями; не враховується зв’язок некомплектного рядка з
iншими рядками, що веде до змiщеної i недостовiрної оцiнки невiдомого значення.
Цей висновок справедливий i для випадку здiйснення перерахунку з урахуванням
кожного заповненого пропуску.

2. Метод виключення некомплектних рядкiв.
Застосовується у випадку незначної кiлькостi пропускiв. Метод є простим, але вилу-
чення даних збiльшує ентропiю прогнозних значень та веде до змiщеностi параметрiв
моделi.

3. Метод пiдстановки
Метод має декiлька модифiкацiй. Розглянемо одну iз них. Припустимо, що на пере-
тинi i-го рядка та j-го стовпчика є вiдсутнє значення. Тодi, серед усiх iнших рядкiв
вибираємо тi, в яких лише у j-му стовпчику пропуск або рядки, якi є некомплектни-
ми. Знаходимо їх вiдстань до цiльового рядка за формулою:

dki =

√√√√√n+m∑
l=1
l 6=i

(akl − ail)2, k = 1, z, (35)

де z –кiлькiсть рядкiв, що визначаються згаданою вище умовою. Впорядковуємо
значення dk за спаданням i задаємо деяке число d > 0. Серед всiх dk, k = 1, z,

вибираємо першi h, для яких dk > d. Знаходимо значення пропуску

aij =

h∑
l=1

aljCl

h∑
l=1

Cl

=

h∑
l=1

alj
1

1+dli

h∑
l=1

1
1+dli

. (36)

Iдея методу базується на гiпотезi iснування залежностей мiж факторами, що, найча-
стiше, не вiдповiдає дiйсностi. Значнi обчислювальнi затрати зменшують i так низьку
ефективнiсть методу, оскiльки для адекватних обчислень вiдстаней мiж рядками да-
нi необхiдно нормувати.

4. Метод множинної лiнiйної регресiї.
Застосовується у припущеннi, що залежнiсть (28) є лiнiйною. Для її iдентифiка-
цiї використовують лише комплектнi данi i з використанням МНК одержують (32).
Очевидно, що надалi (32) використовуються для вiдновлення пропускiв, але аде-
кватно це можна робити лише у випадку одного пропуску серед значень рядка
(X i

1, X
i
2, . . . , X

i
n, Yi). Якщо таких пропускiв два i бiльше, то задача розв’язується за

додаткових припущень та обмежень. Метод вимагає виконання ряду застережень та
перевiрок вхiдних факторiв на мультиколiнеарнiсть, гетероскедастичнiсть, автоко-
реляцiю i застосування модифiкованих версiй МНК.
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5. Метод множинної нелiнiйної регресiї.
На вiдмiну вiд лiнiйної регресiї його застосовують лише у випадку пропуску значень
вихiдної характеристики.

7.3 Вiдновлення пропускiв значень залежної змiнної

Розглянемо випадок, коли проводиться активний експеримент i значення факторiв X =

(X1, X2, . . . , Xn) заданi дослiдником, a Y – залежна вiд цих факторiв змiнна. Очевидно,
що тодi пропуски серед значень вхiдних факторiв мiстяться набагато рiдше, нiж серед
значень вихiдної характеристики. Метод Бартлетта заповнення пропускiв
Зробимо припущення про те, що пропущенi значення є лише серед значень результуючої
характеристики Y i рядки, якi їм вiдповiдають, знаходяться вгорi таблицi вихiдних даних.
Кожний пропуск yi, i = 1,m0, заповнимо початковими значеннями ỹi. Побудуємо матрицю
Z супутнiх значень змiнних пропускiв. За визначенням i-ва супутня змiнна пропускiв є
iндикатором i-го пропущеного значення, тобто завжди є нулем, за виключенням випадку,
якщо пропущено i-ве значення, i тодi вона дорiвнює одиницi. Перший рядок матрицi Z:
Z1 = (1, 0, 0, . . . , 0), m0-вий рядок – Zm0 = (0, 0, 0, . . . , 1). Рядки, починаючи з m0 + 1 до
n-го, рiвнi (0, 0, . . . , 0). Таким чином, маємо вираз


x11 x12 . . . x1p

x21 x22 . . . x2p

. . . . . . . . . . . .

xn1 xn2 . . . xnp



β1

β2

. . .

βp

+



1 0 0 . . . 1

0 1 0 . . . 0

. . . . . . . . . . . . . . .

0 0 0 . . . 1

0 0 0 . . . 0

. . . . . . . . . . . . . . .

0 0 0 . . . 0





γ1

γ2

. . .

γm0

. . .

γp


+


ε1

ε2

. . .

εn

 =



ỹ1

ỹ2

. . .

ỹm0

. . .

ỹn


,

або у матричному виглядi
Y = Xβ + Zγ + ε. (37)

Тут ε = (ε1, ε2, . . . , εn)T – вектор залишкiв, якi є незалежними, однаково розподiленими, з
нульовим середнiм i однаковою дисперсiєю, β – оцiнюваний параметр – вектор довжиною
p.

Вважаючи, що виконуються всi передумови застосування МНК, класична оцiнка β є
такою (Y є комплектним):

β̂ = (xTx)−1xTy. (38)

Для кожної задачi згiдно iз МНК цiльова функцiя

Ψ(β, γ) =

m0∑
i=1

(ỹi − xiβ − ziγ)2 +
n∑

i=m0+1

(yi − xiβ − ziγ)2. (39)

Необхiдно знайти min
β,γ

Ψ(β, γ).

Використовуючи визначення матрицi Z iз (39), одержимо

Ψ(β, γ) =

m0∑
i=1

(ỹi − xiβ − ziγ)2 +
n∑

i=m0+1

(yi − xiβ)2. (40)
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Припустимо, що β̂∗ – оцiнка, одержана за МНК за формулою (38) для iснуючих значень
Y , тобто за останнiми m = n−m0 рядками. Вона мiнiмiзує другу суму у виразi (40). Якщо
при β = β̂∗ покласти γ̂ = (γ̂1, γ̂2, . . . , γ̂m0)

T , де γ̂i = ỹi − xiβ̂∗, i = 1,m0, то мiнiмiзується та
перетворюється в нуль перша сума в (40) i одержимо функцiю

Ψ(β, γ) =
n∑

i=m0+1

(yi − xiβ̂∗)2.

Таким чином, (β̂∗, γ̂) мiнiмiзує Ψ(β, γ) i є оцiнкою МНК, одержаною з моделi (37). Рiвняння
(40) означає також, що точна оцiнка МНК вiдсутнього значення yi, тобто γ̂i = xiβ̂

∗ є ỹi− γ̂i
або: прогноз i-го пропущеного значення за МНК є початковим значенням для i-го пропуску
мiнус коефiцiєнт для супутньої змiнної i-го пропуску.

Вiдомi два способи iнiцiалiзацiї пропущених значень: за першим iз них вони дорiвнюють
0, за другим – є середнiм вiдомих значень. До переваг методу належить його неiтератив-
нiсть; якщо структура пропускiв є виродженою, то результат вiдсутнiй.

Resampling-метод
Метод вiдновлення пропускiв Resampling є рiзновидом вiдомого методу "bootstrap"запропонованого
американським статистиком Бредлi Ефроном. Його сутнiсть полягає у багатократнiй оброб-
цi рiзних частин одних i тих же даних, що дозволяє здiйснювати їх рiзностороннiй аналiз i
спiвставляти одержанi результати. Припустимо, що данi пропуски мають ту ж структуру
як i для методу Бартлетта. Застосування методу Resampling може бути виконано двома
способами:
Resampling-1

1. Формуємо матрицю повних спостережень H = (X1, X2, . . . , Xp, Y ), кiлькiсть рядкiв
у якiй m0.

2. Випадковим чином вибираємо j-й рядок iз матрицi H та замiнюємо i-вий рядок
початкової матрицi, i ∈ {m0+1,m0+2, . . . , n}. Цей рядок може вибиратись випадково
або по порядку, починаючи з (m0 + 1)-го.

3. Якщо всi пропуски заповненi, то за МНК знаходимо коефiцiєнти регресiйного рiвня-
ння βk, k = 0, p, в iншому випадку виконуємо перехiд на крок 2.

4. Якщо одержано r векторiв βq = (βq0 , β
q
1 , . . . , β

q
p), q = 1, r, то знаходимо середнi значе-

ння коефiцiєнтiв регресiйної моделi: β̄k = 1
r

r∑
q=1

βqk, k = 0, p.

Resampling-2

1. За матрицею H будується регресiйна модель i знаходяться оцiнки коефiцiєнтiв β̂i,
i = 0, p.

2. Розраховуємо оцiнку Ŷi за регресiйною моделлю для i = 1,m0.

3. Знаходимо помилки εi = Yi − Ŷi, i = 1,m0.
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4. Для кожного пропуску, пiдставляючи значення супутнiх змiнних X1, X2, . . . , Xp в
одержане регресiйне рiвняння, знаходимо оцiнку Ŷi i = m0 + 1, n.

5. Значення, якими замiнюють пропуски, одержують за формулою: Yi = Ŷi + εi, i =

m0 + 1, n, де εi вибирають випадковим чином iз результатiв кроку 3.

6. За даними, одержаними пiсля заповнення, будуємо регресiйну модель i знаходимо
оцiнки коефiцiєнтiв β̂i, i = 0, p.

7. Аналогiчний кроку 4 iз resampling-1. У запропонованого методу resampling перева-
гою є повне використання вихiдної iнформацiї, водночас її повторне використання
зменшує iнформативнiсть даних.

7.4 Локальнi методи вiдновлення пропускiв. Алгоритм ZET

Сутнiсть алгоритму полягає у тому, що кожне пропущене значення оцiнюють по "ком-
петенцiй"матрицi, яка складається iз визначеного числа рядкiв i стовпчикiв вихiдної ма-
трицi. Пропущене значення у рядку знаходять, використовуючи обчислення вiдстаней, у
стовпчику – обчислення коефiцiєнтiв кореляцiї. Остаточну оцiнку знаходять, усередню-
ючи попереднi оцiнки з ваговими коефiцiєнтами, значення яких визначаються певними
параметрами.

1. Виконаємо нормування значень матрицi A за формулою aij =
aij−aj
σj

.

2. Припустимо, що aij = ∗. Задамо коефiцiєнт впливу компетентностi на результат
прогнозування α.

3. Знаходимо вiдстанi вiд усiх комплектних рядкiв матрицi A до i-го рядка за форму-
лою:

dki =

n+m∑
l=1
l 6=j

(akl − ail)2


1
2

, k = 1, p, k 6= i. (41)

4. Визначаємо q рядкiв, для яких dki є найменшими iз них та i-го рядка формуємо
матрицю Aq (порядок розмiщення рядкiв зберiгається, i-й рядок стає ii-м).

5. Знаходимо модулi коефiцiєнтiв кореляцiї усiх стовпчикiв матрицi Aq з j-м стовпчи-
ком:

rjk =

1
q

q∑
l=1

(alj − aj)(alk − ak)

1
q

q∑
l=1

(alj − aj)2 1
q

q∑
l=1

(alk − ak)2

, k = 1, n+m, k 6= j. (42)

6. Визначимо ν стовпчикiв, для яких значення rjk є найбiльшими, i з них та j-го стов-
пчика формуємо "компетентну"матрицю Aqν , при цьому порядок розмiщення стов-
пчикiв зберiгається, а j-й стовпчик стає jj-м. Таким чином, aii jj = ∗.
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7. Обчислюємо "компетентностi"рядкiв kpl , l = 1, q, як величини обернено пропорцiйнi
вiдстанням до рядка, що мiстить вiдсутнє значення kpl = 1

1+dl ii
.

8. Обчислюємо "компетентностi"стовпчикiв kcl , l = 1, ν, як величини прямо пропорцiйнi
(або рiвнi) модулям rjk.

9. Для кожного i-го рядка, i = 1, q, i ii-го рядка згiдно iз методом МНК знаходимо
рiвняння парної лiнiйної регресiї: aii = kiai + bi i, прирiвнюючи ai = ai jj, знаходимо
оцiнку пропущеного значення âpi , i = 1, q.

10. Аналогiчний кроку 9, але для стовпчикiв знаходимо оцiнку âcj, j = 1, ν.

11. Для компетентностi матрицi знаходимо прогнознi величини для рядка i стовпчика:

âp =

q∑
l=1

âpl (k
p
l )
α

q∑
l=1

(kpl )
α

, âc =

ν∑
l=1

âcl (k
c
l )
α

ν∑
l=1

(kcl )
α

.

12. Обчислення пропущеного значення aij = 1
2
(âp + âc).

13. Закiнчення алгоритму.

Алгоритм ZET застосовується у припущеннi про виконання трьох гiпотез: надмiрностi,
аналогiчностi та локальної компетентностi, згiдно з якими припускають, що у таблицях
даних є подiбнi рядки та залежнi стовпчики; якщо пара об’єктiв має подiбнi значення
(n− 1)-го параметра, то i значення n-го параметра подiбнi; немає сенсу використовувати
для заповнення вiдсутнього пропуску усiх рядкiв i стовпчикiв матрицi, а достатньо брати
лише їх "компетентну частину".

До недолiкiв алгоритму ZET можна вiднести певний "волюнтаризм"дослiдника, який
полягає у суб’єктивному визначеннi розмiрiв "компетентної"матрицi та коефiцiєнта "ком-
петентностi що впливає на присутнiсть шумового ефекту при передбаченнi пропущеного
значення та точнiсть обчислень результату.

Алгоритм ZET Braid
На вiдмiну вiд алгоритму ZET, в ZETBraid реалiзована iдея поступового додавання в

"компетентну"матрицю рядкiв i стовпчикiв. Сутнiсть алгоритму полягає у специфiчному
пiдрахунку вiдстаней мiж рядками та стовпчиками.

Вiдстань мiж рядками обчислюємо за формулою: rij =
n∑
k=1

bk(aik − ajk)2, де bk – ваго-

вий коефiцiєнт, значення якого залежить вiд того, чи входить i-й стовпчик в "компетен-
тну"матрицю.

При обчисленнi коефiцiєнтiв bk, k = 1, n, дотримуються трьох принципiв:

1. Всi ваговi коефiцiєнти стовпчикiв, що входять в "компетентну"матрицю, рiвнi.

2. Всi ваговi коефiцiєнти стовпчикiв, що не входять в "компетентну"матрицю, рiвнi.
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3. Сума вагових коефiцiєнтiв стовпчикiв, що входять в "компетентну"матрицю, подi-
лена на суму вагових коефiцiєнтiв, що не входять в "компетентну"матрицю, є кон-
стантою (параметр алгоритму).

Якщо iз n стовпчикiв p належать "компетентнiй"матрицi, то ваговий коефiцiєнт стовпчи-
ка:

W =

1, якщо стовпчик не належить "компетентнiй"матрицi,

1 + Cn(n
p
− 1), в iншому випадку.

Для знаходження вiдстанi мiж стовпчиками необхiдно будувати рiвняння лiнiйної регре-
сiї. Нехай X = (x1, x2, ..., xm) i Y = (y1, y2, ..., ym) – стовпчики, тодi потрiбно одержати
рiвняння y = a+ bx.

Для знаходження коефiцiєнтiв a i b мiнiмiзуємо функцiю

D = D(a, b) =
m∑
i=1

bi(yi − a− bxi)2, (43)

де ваговi коефiцiєнти рядкiв bi, i = 1,m, знаходяться аналогiчно ваговим коефiцiєнтам
стовпчикiв, тобто

W =

1, якщо стовпчик не належить "компетентнiй"матрицi,

1 + C(m
q
− 1), в iншому випадку,

де q – кiлькiсть рядкiв, що належать "компетентнiй"матрицi.
Важливою задачею залишається пiдбiр розмiру "компетентної"матрицi. Критерiєм оцiн-

ки адекватностi цiєї матрицi є оцiнка якостi передбачення невiдомого елемента. Таким чи-
ном, при побудовi "компетентної"матрицi рядки i стовпчики додаються до тих пiр, поки
значення критерiю (абсолютного вiдхилення точного i прогнозованого значення) зменшу-
ється.

Вiдомими є два варiанти розрахунку цього критерiю. Згiдно iз першим, методом "хре-
ста за рiвнянням лiнiйної регресiї розраховують всi вiдомi значення рядка i (або) стовпчи-
ка, що мiстять невiдомий елемент i знаходять середню помилку. Ця середня помилка i є
оцiнкою передбачення даної "компетентної"матрицi.

Другий варiант, дисперсiйний метод, полягає в обчисленнi дисперсiї передбачень невi-
домого елемента. Для цього за рiвнянням лiнiйної регресiї для кожного стовпчика про-
гнозують значення невiдомого елемента i знаходять дисперсiю цих n − 1 прогнозiв, яка i
є шуканою оцiнкою.

"Компетентна"матриця за побудовою є квадратною або кiлькiсть рядкiв i стовпчикiв
вiдрiзняються на одиницю. Для того, щоб розмiрнiсть матрицi могла бути довiльною, але
адекватною, виконаємо такi кроки:

1. Знаходимо найбiльш близький рядок, що не входить до "компетентної"матрицi, до
цiльового рядка. Якщо додавання цього рядка не погiршує її оцiнку, то додаємо його
до "компетентної"матрицi.
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2. Аналогiчний кроку 1 для стовпчика.

Кроки 1 i 2 повторюють до моменту погiршення оцiнки "компетентної"матрицi i для рядка,
i для стовпчика.

Для того, щоб уникнути помилок при початковiй побудовi "компетентної"матрицi, на
перших K кроках (зазвичай, K = 6) додають рядки i стовпчики в "компетентну"матрицю,
не зважаючи на її оцiнку.

7.5 Еволюцiйний метод вiдновлення пропускiв

Припустимо, що пропуски є лише серед значень вхiдних факторiв X = (X1, X2, ..., Xn),

результуюча характеристика Y одна i iснує залежнiсть Y = F (X).

А.М.Колмогоров i В.I.Арнольд довели теорему про те, що кожна неперервна функцiя
n змiнних, задана на одиничному кубi n-вимiрного простору, може бути представленою у
виглядi

f(x1, x2, ..., xn) =
2n+1∑
q=1

hq

n∑
p=1

ϕpq(xp),

де функцiї hq(u) неперервнi, а функцiї ϕpq(xp), крiм того, ще i стандартнi, тобто не зале-
жать вiд вибору функцiї f . В термiнах теорiї нейронних мереж теорема вказує на те, що
будь-яка неперервна функцiя iдентифiкується мережею з одним, як мiнiмум, прихованим
шаром нейронiв з нелiнiйними функцiями активацiї. Для iдентифiкацiї F (x) в якостi мо-
делi виберемо прямозв’язну нейромережу з пороговим алгоритмом зворотного поширення
похибки. Надалi структура мережi та її елементний базис в експериментах залишаються
постiйними.

Оскiльки вхiднi образи для навчання нейронної мережi мають пропуски значень, то
необхiдно розв’язати задачу параметричної оптимiзацiї. Як метод оптимiзацiї запропоно-
вано використати генетичний алгоритм. Для гарантування його збiжностi використаємо
теорему, доведену Р.Хартi.

Якщо використовувати бiнарне представлення розв’язкiв i для формування їх популя-
цiї – елiтний вiдбiр, то теорема вказує на збiжнiсть ГА за ймовiрнiстю.

Для роботи ГА необхiдно сформувати генеральну i вибiркоку сукупнiсть хромосом-
розв’язкiв. Хромосома складається з фрагментiв, якi вiдповiдають пропускам в табли-
цi даних: Xr =< пропуск 1, пропуск 2, ..., пропуск k > . Данi в таблицi без врахування
пропущених значень нормуємо. Якщо активацiйною функцiєю буде вибрано гiперболiчний
тангенс, то нормування рацiональнiше здiйснювати у вiдрiзок [−1, 1]. Кiлькiсть хромосом
в генеральнiй сукупностi визначається заданою точнiстю результату, у вибiрковiй – дослi-
дником.

На наступному кроцi формуємо навчальну i контрольну послiдовнiсть для навчання
нейромережi. Пропонується всi образи з пропусками вважати елементами навчальної по-
слiдовностi. Для контрольної послiдовностi їх використання є проблематичним, оскiльки
неможливо застосувати для верифiкацiї недостовiрнi значення. Спiввiдношення потужно-
стi множини образiв навчальної i контрольної послiдовностi може бути рiзним, на що
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впливає спiввiдношення кiлькостi образiв з пропусками i без пропускiв в початковiй та-
блицi.

Алгоритм вiдновлення пропускiв EvoGap буде таким:

1. Iнiцiалiзацiя Kmax хромосом-розв’язкiв вибiркової послiдовностi.

2. K = 1

3. Навчання нейромережi на точках навчальної послiдовностi, де значення пропускiв
заповненi значеннями K-ї хромосоми. При цьому розв’язується задача пошуку

MK = min
W

1

2

P0∑
i=1

(âin+1 − ain+1)2,

де W – матриця вагових коефiцiєнтiв нейромережi, P0 – кiлькiсть образiв в навчаль-
нiй послiдовностi.

4. Обчислення цiльової функцiї ГА (фiтнес функцiї):

GK =
1

2

PC∑
i=1

(âin+1 − ain+1)2,

де PC – кiлькiсть образiв контрольної послiдовностi. Якщо GK < Gmin, то перехiд на
крок 7.

5. K = K+1.ЯкщоK > Kmax, деKmax – кiлькiсть елементiв у вибiрковiй послiдовностi,
то перехiд на крок 6, iнакше перехiд на крок 3.

6. Виконання процедур кроссоверу, мутацiї, визначення i вiдбiр хромосом наступної
епохи. Перехiд на крок 2.

7. Закiнчення алгоритму.

Еволюцiйний метод вiдновлення пропускiв в даних має ряд переваг. Так, його використа-
ння не вимагає виконання обмежень на вихiдну iнформацiю. Таблиця початкових даних
може мати довiльну розмiрнiсть i структуру пропускiв. Перспективним є дослiдження
ефективностi використання нейромережi з неiтеративними алгоритмами навчання. Не-
обхiдно з’ясувати вплив розподiлу значень факторiв на точнiсть вiдновлення пропускiв.
Додатковi дослiдження у вказаних напрямках дозволяють сформувати методику вiднов-
лення пропускiв з використанням еволюцiйного пiдходу.

7.6 Завдання для лабораторної роботи №7

1. Вiдновлення пропускiв серед значень результуючої характеристики.
Вiдновити пропущенi значення серед даних, наведених у таблю 3, використовуючи
методи resampling-1, resampling-2 та метод Бартлетта. Порiвняти одержанi результа-
ти. Для їх контролю та верифiкацiї вважати, що у таблицi представлена залежнiсть
Y = 3X1X3 + exp(X2 −X1) + sin(X1 +X3).
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Табл. 3:

№ X1 X2 X3 Y

1 1 3 4 18.43013
2 3 2 4 37.02487
3 5 6 4 *
4 8 7 6 145.3585
5 5 4 3 46.35724
6 4 3 4 49.35724
7 5 4 5 *
8 3 4 2 19.75936
9 2 3 1 8.8594
10 5 4 3 46.35724

2. Вiдновлення пропускiв серед значень вхiдних факторiв.
Вiдновити пропущенi значення серед значень вхiдних факторiв. Вихiднi данi є ста-
тистичною iнформацiєю про виробництво i споживання рiзних видiв енергiї. Викори-
стати емпiричнi методи та еволюцiйне моделювання. Порiвняти одержанi результати.

№ X1 X2 X3 X4 X5 X6 X7 X8 X9 Y

1 2.97 31.72 1.43 1.45 0.88 1.59 29.0 0.0 2.97 31.98
2 2.98 35.54 1.89 * 0.79 1.47 31.63 0.0 2.98 34.62
3 2.78 40.15 2.75 2.79 1.46 2.29 37.41 0.0 2.78 40.21
4 2.93 * 4.0 4.19 1.02 * 42.14 0.01 2.93 45.09
5 3.40 50.68 5.4 5.89 1.38 1.83 50.58 0.04 3.40 54.02
6 4.08 63.50 7.47 8.34 1.94 2.63 63.52 0.24 4.08 67.84
7 4.27 62.72 8.54 9.53 1.55 2.15 * 0.41 4.27 69.29
8 4.40 63.92 10.3 11.39 1.53 2.12 67.7 0.58 4.40 72.70
9 * 63.58 13.47 14.61 1.43 2.03 70.32 0.91 4.43 75.71
10 4.77 62.37 13.13 14.3 1.62 2.20 67.91 1.27 4.77 73.99
11 4.72 61.36 * 14.03 1.76 2.32 65.35 1.9 4.72 72.0
12 4.77 61.6 15.67 16.76 1.6 2.17 * 2.11 4.77 76.01
13 4.25 62.05 18.76 19.95 1.44 2.05 70.99 2.7 4.25 78.0
14 5.04 63.14 17.82 19.11 1.08 1.92 71.86 3.02 5.04 79.99
15 5.17 65.95 17.93 19.46 1.75 2.86 72.89 2.78 5.17 80.90
16 5.49 * 14.66 15.80 2.42 3.69 69.98 2.74 5.49 78.29
17 5.47 67.01 12.64 13.72 2.94 4.31 67.75 3.01 5.47 76.34
18 5.99 66.57 10.78 11.86 2.79 4.61 64.04 3.13 5.99 73.25
19 6.49 64.11 10.65 11.75 2.04 3.69 63.29 3.20 6.49 73.1
20 6.43 68.83 11.43 12.47 2.15 3.79 66.62 3.55 6.43 76.74
21 6.03 67.65 * 11.78 2.44 4.20 66.22 4.08 6.03 76.47
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№ X1 X2 X3 X4 X5 X6 X7 X8 X9 Y

22 6.13 67.09 13.20 * 2.25 4.02 66.15 4.38 6.13 76.78
23 5.69 67.61 14.16 15.40 2.09 * 68.63 4.75 5.69 79.23
24 5.49 68.95 15.75 17.30 2.50 4.37 71.66 * 5.49 82.84
25 6.29 69.36 17.16 18.77 * 4.66 73.02 5.60 6.29 84.96
26 6.13 70.77 17.12 18.82 2.77 4.75 72.46 6.10 6.13 84.70
27 6.16 70.41 16.35 18.33 2.85 5.14 72.00 6.42 6.16 84.64
28 5.91 69.98 16.97 19.37 2.68 4.94 73.52 6.48 * 85.99
29 6.16 68.30 18.51 21.27 1.96 4.26 75.05 6.41 6.16 87.62
30 6.06 70.71 19.24 22.39 1.88 4.06 76.48 6.69 6.06 89.28
31 6.67 71.18 18.88 22.26 2.32 4.51 77.49 * 6.67 91.25
32 * 72.50 * 23.70 2.37 4.63 79.98 7.09 7.14 94.26
33 7.08 72.43 21.74 25.22 2.19 4.51 81.09 6.60 7.08 94.77
34 6.56 72.83 22.91 26.58 2.09 4.30 81.59 7.07 6.56 95.19
35 6.60 71.71 23.13 27.25 1.53 3.71 82.65 7.61 6.60 96.84
36 6.16 71.27 * 28.97 1.53 4.01 84.96 7.86 6.16 98.96
37 5.33 71.88 25.40 30.16 1.27 3.77 3.18 8.03 5.33 96.47
38 5.84 70.76 24.68 29.41 1.03 3.66 3.99 8.14 5.84 97.88
39 6.08 70.01 26.22 * 1.12 4.07 4.49 8.96 6.08 98.31
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